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Resumen

La traducción automática para lenguas de bajos recursos como el quechua enfrenta

desafíos críticos debido a la escasez de datos digitales y la falta de modelos especializados,

lo que limita la inclusión tecnológica de sus hablantes. La presente investigación tuvo como

objetivo determinar el efecto de adaptación del modelo multilingüe NLLB-200 para optimi-

zar la traducción automática de la lengua quechua collao. El estudio empleó un enfoque de

investigación cuantitativo, con un tipo de investigación aplicada y un diseño preexperimental,

utilizando la variante NLLB-200 de 600 millones de parámetros. Para lograr una adaptación

eficiente en términos computacionales, se implementó el proceso de fine-tuning mediante la

técnica LoRA, trabajando con un corpus paralelo final de 126,964 pares de oraciones tras un

riguroso proceso de limpieza, normalización y filtrado. Los resultados obtenidos a través de

diversos experimentos demostraron que el modelo con mejor desempeño alcanzó una puntua-

ción de 9.50 en la métrica BLEU, 40.52 en ChrF y 35.81 en ChrF++, superando el desempeño

del modelo base original que registró valores de 4.82, 32.99 y 28.20, respectivamente. Estos

hallazgos evidencian que el uso de técnicas de entrenamiento eficiente permite duplicar la

calidad de la traducción sin requerir una infraestructura computacional inalcanzable. Se con-

cluye que la adaptación de modelos multilingües mediante la técnica LoRA constituye una

estrategia viable para el desarrollo de tecnologías de traducción automática orientadas a len-

guas de bajos recursos, favoreciendo su incorporación en entornos digitales.

Palabras clave: Traducción automática neuronal, quechua collao, NLLB-200, LoRA, fine-

tuning, procesamiento de lenguaje natural.
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Abstract

Machine translation for low-resource languages such as Quechua faces critical cha-

llenges due to the scarcity of digital data and the lack of specialized models, limiting the

technological inclusion of its speakers. The objective of this study was to determine the ef-

fect of adapting the multilingual NLLB-200 model to optimize machine translation for the

Collao variety of Quechua. The study adopted a quantitative research approach, with an ap-

plied research type and a pre-experimental design, using the NLLB-200 variant with 600

million parameters. To achieve computationally efficient adaptation, the fine-tuning process

was implemented using the LoRA technique, employing a final parallel corpus of 126,964

sentence pairs obtained through a rigorous process of cleaning, normalization, and filtering.

The experimental results showed that the model with the best performance achieved a BLEU

score of 9.50, a ChrF score of 40.52, and a ChrF++ score of 35.81, outperforming the original

base model, which obtained scores of 4.82, 32.99, and 28.20, respectively. These findings de-

monstrate that the use of efficient training techniques can double translation quality without

requiring unattainable computational infrastructure. It is concluded that adapting multilin-

gual models using the LoRA technique constitutes a viable strategy for developing machine

translation technologies for low-resource languages, thereby promoting their integration into

digital environments.

Keywords:Neural machine translation, Quechua Collao, NLLB-200, LoRA, fine-tuning, na-

tural language processing.
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I. Introducción

La traducción automática constituye una de las principales aplicaciones del procesa-

miento del lenguaje natural, permitiendo facilitar la comunicación entre personas que utilizan

diferentes idiomas mediante modelos basados en inteligencia artificial. En los últimos años,

el desarrollo de modelos multilingües ha ampliado significativamente la cobertura de idiomas

y ha mejorado la calidad de las traducciones. Sin embargo, estos avances continúan siendo

limitados para las lenguas de bajos recursos, como el quechua collao, debido a la escasa dis-

ponibilidad de corpus paralelos y recursos lingüísticos adecuados para su entrenamiento y

adaptación.

En este contexto, la adaptación de modelos multilingües mediante técnicas de fine-

tuning eficiente representa una alternativa para mejorar el desempeño de la traducción auto-

mática sin incrementar considerablemente los requerimientos computacionales. Entre estas

técnicas destaca LoRA, la cual permite especializar modelos preentrenados entrenando úni-

camente una pequeña fracción de sus parámetros, favoreciendo un uso más eficiente de los

recursos disponibles.

La presente investigación analiza el efecto de la adaptación del modelo multilingüe

NLLB-200 mediante la técnica LoRA en la traducción automática de la lengua quechua co-

llao. Para ello, se desarrolló la adaptación del modelo utilizando un corpus paralelo español–

quechua collao, evaluando su desempeño mediante métricas automáticas de traducción.

La tesis se estructura en los siguientes capítulos. El Capítulo I presenta la introduc-

ción de la investigación. El Capítulo II desarrolla el planteamiento del problema, donde se

describe la realidad problemática, se formulan los objetivos, la justificación, importancia,
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hipótesis y variables del estudio. El Capítulo III presenta el marco teórico, incluyendo los

antecedentes y las bases conceptuales relacionadas con la adaptación del modelo NLLB-200,

la técnica LoRA y la traducción automática de la lengua quechua. El Capítulo IV describe la

metodología empleada, detallando el tipo y nivel de investigación, el ámbito de estudio, la

población, muestra, instrumentos y procedimientos aplicados para la adaptación y evaluación

del modelo. El Capítulo V presenta los resultados obtenidos y la discusión de los hallazgos.

Finalmente, los capítulos VI y VII contienen las conclusiones y recomendaciones de la in-

vestigación, respectivamente. Asimismo, se incluyen las referencias bibliográficas y anexos

que complementan el desarrollo del estudio.
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II. Planteamiento del problema

2.1 Descripción y formulación del problema

La traducción automática (TA) de la lengua quechua es de gran importancia en el Pe-

rú, pues se trata de la lengua originaria con mayor número de hablantes en el país. De acuerdo

con el Censo Nacional de 2017, se identificaron 3 millones 799 mil 780 personas quechuaha-

blantes, lo que representa un 13.6% de la población total, existiendo además 5 millones 176

mil 809 personas que se autoidentifican como Quechua (INEI, 2017). Por ello, esta lengua

constituye un medio esencial para preservar la identidad cultural y social de las comunida-

des andinas (Horna-Saldaña et al., 2025). Sin embargo, el desarrollo de las tecnologías lin-

güísticas impulsadas por la inteligencia artificial (IA) aún presenta limitaciones importantes,

principalmente debido a la escasa disponibilidad de datos de evaluación y a la falta de mo-

delos especializados para lenguas de bajos recursos (Ebrahimi et al., 2024) como el quechua.

En este contexto, el fine-tuning del modelo No Language Left Behind (NLLB-200) mediante

técnicas como Low-Rank Adaptation (LoRA) se presenta como una alternativa clave para

optimizar la traducción al quechua (Garcia Gilabert et al., 2024).

La problemática se manifiesta principalmente en regiones del país donde se concentra

la mayor población quechuahablante, particularmente en los Andes sureños (Huancavelica,

Ayacucho, Apurímac, Cuzco y Puno), además de la capital de Lima (INEI, 2017) y donde

el acceso a tecnologías de traducción es aún limitado. Uno de los principales factores que

influyen en esta situación es que las lenguas nativas de bajos recursos, enfrentan una grave

desventaja debido a la escasez de corpus paralelos para desarrollar modelos de TA (Tafa et al.,
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2025). Además, los modelos multilingües suelen mostrar una prioridad hacia las lenguas con

altos recursos como el inglés, francés, chino, ruso o español, lo que deja en desventaja a las

lenguas de bajos recursos como el quechua collao (Haddow et al., 2022; Mager et al., 2023).

Las consecuencias de esta situación se evidencian en que los hablantes de lenguas

nativas como el quechua collao se ven forzados a traducir hacia una lengua dominante por

la demanda del mercado (Guzman & Avalos, 2025), lo que contribuye a ampliar la brecha

tecnológica que enfrenta esta lengua y limita su incorporación en los entornos digitales. Frente

a esta realidad, los grandes modelos de lenguaje (LLMs) presentan un potencial significativo,

ya que pueden adaptarse a tareas específicas como la TA mediante procesos de fine-tuning

(Santos et al., 2025). En este contexto, se hace necesario investigar estrategias para adaptar el

modelo NLLB-200 (Costa-jussà et al., 2022) a la TA de la lengua quechua mediante técnicas

de adaptación eficiente como LoRA (E. Hu et al., 2021). De esta forma, la investigación busca

aportar al desarrollo de tecnologías de traducción automática para lenguas de bajos recursos,

contribuyendo al desarrollo de herramientas tecnológicas que permitan una mayor presencia

digital de la lengua quechua.

Asimismo, esta problemática se relaciona con los Objetivos de Desarrollo Sostenible

(ODS) de las Naciones Unidas, especialmente con el ODS 10, orientado a la reducción de las

desigualdades, al abordar las limitaciones tecnológicas que enfrentan las lenguas originarias

en entornos digitales. De igual manera, se vincula con el ODS 9, relacionado con la innova-

ción e infraestructura, mediante la adaptación de tecnologías basadas en IA para la TA de

lenguas de bajos recursos como el quechua.

2.1.1 Problema General

¿Cuál es el efecto de la adaptación del modelo NLLB-200 en la traducción automática

de la lengua quechua en la región de Cusco, 2026?



19

2.1.2 Problemas Específicos

¿En qué medida la aplicación de la técnica LoRA permite adaptar el modelo NLLB-

200 para la traducción automática de la lengua quechua en la región de Cusco, 2026?

¿Cuál es el rendimiento del modelo NLLB-200 adaptado en la traducción automática

de la lengua quechua en la región de Cusco, 2026?

¿En qué medida el modelo NLLB-200 adaptado mejora el desempeño respecto al

modelo base original en la traducción automática de la lengua quechua en la región

de Cusco, 2026?

2.2 Objetivos

2.2.1 Objetivo General

Determinar el efecto de la adaptación del modelo NLLB-200 en la traducción auto-

mática de la lengua quechua en la región de Cusco, 2026.

2.2.2 Objetivos Específicos

Aplicar la técnica LoRA para adaptar el modelo NLLB-200 en la traducción automá-

tica de la lengua quechua en la región de Cusco, 2026.

Evaluar el rendimiento del modelo NLLB-200 adaptado mediante métricas en la tra-

ducción automática de la lengua quechua en la región de Cusco, 2026.

Comparar el desempeño del modelo NLLB-200 frente al modelo base en la traducción

automática de la lengua quechua en la región de Cusco, 2026.
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2.3 Justificación e importancia

2.3.1 Justificación

Desde un enfoque teórico, esta investigación se fundamenta en la necesidad de cerrar

la brecha de rendimiento entre las lenguas de altos recursos y las de bajos recursos en el

ámbito de la TA. Costa-jussà et al. (2022) explican que, aunque los modelos multilingües

permiten el aprendizaje entre idiomas relacionados, la representación de cientos de lenguas

con alta calidad sigue siendo un desafío abierto. En este contexto, el estudio aporta valor al

analizar cómo la técnica LoRA permite adaptar un LLM de manera eficiente. Según E. Hu

et al. (2021), esta técnica optimiza solo una fracción mínima de los parámetros del modelo

original. Así, la tesis busca llenar un vacío de conocimiento sobre la aplicación conjunta de

NLLB-200 y LoRA en la TA entre el español y el quechua collao.

En términos prácticos, esta investigación busca desarrollar un sistema de TA que faci-

lite la comunicación entre hablantes de quechua y español. Costa-jussà et al. (2022) señalan

que la falta de traducciones de calidad es una barrera para la educación y la movilidad social,

ya que gran parte del contenido de internet sigue priorizando idiomas dominantes como el in-

glés. Al desarrollar un sistema de traducción para el quechua, se propone una innovación que

puede mejorar la calidad de vida de sus hablantes. Como se menciona en los objetivos de la

conferencia LT4All 2025, estas tecnologías lingüísticas son fundamentales para democratizar

la inteligencia artificial y reducir las desigualdades (UNESCO, 2025).

Desde el ámbito metodológico, esta investigación tiene valor porque propone una

forma organizada y replicable de adaptar el modelo NLLB-200 para la TA entre el español y

el quechua collao mediante la técnica LoRA. Hernández-Sampieri y Mendoza Torres (2023)

indican que una investigación se justifica metodológicamente cuando puede contribuir a crear

nuevos métodos, instrumentos o técnicas de investigación que sirvan de base para estudios
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posteriores. En ese sentido, el proceso de preparación de datos, entrenamiento, evaluación

constituye una referencia metodológica para futuras investigaciones.

Desde la perspectiva social, esta investigación aporta al desarrollo de tecnologías

orientadas al procesamiento automático del quechua collao, una lengua considerada de ba-

jos recursos en el ámbito digital. Según la UNESCO (2025), las lenguas son un medio para

la transmisión del conocimiento, la cultura y la identidad, por lo que el fortalecimiento de

tecnologías multilingües favorece una mayor inclusión en los entornos digitales. En ese sen-

tido, la adaptación del modelo NLLB-200 representa un aporte para futuras aplicaciones de

TA en quechua collao y contribuye a ampliar las alternativas tecnológicas disponibles para

esta lengua.

2.3.2 Importancia

La importancia de la presente investigación radica en que permite determinar el efecto

de la adaptación del modelo NLLB-200 mediante la técnica LoRA en la traducción automá-

tica de la lengua quechua, generando evidencia sobre la aplicación de técnicas de fine-tuning

eficiente en lenguas de bajos recursos. Asimismo, sus resultados aportan una alternativa para

el desarrollo de sistemas de traducción automática con menores requerimientos computacio-

nales, lo que facilita su implementación en contextos con recursos limitados. Finalmente, la

investigación contribuye al desarrollo de recursos tecnológicos para la lengua quechua, fa-

voreciendo su incorporación en los entornos digitales y apoyando iniciativas orientadas a la

preservación y difusión de su patrimonio lingüístico y cultural.
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2.4 Hipótesis

2.4.1 Hipótesis General

La adaptación del modelo NLLB-200 mejora la calidad de la traducción automática

de la lengua quechua en la región de Cusco, 2026.

2.4.2 Hipótesis Específicas

La aplicación de la técnica LoRA en el modelo NLLB-200 permite su adaptación

efectiva en la traducción automática de la lengua quechua en la región de Cusco,

2026.

El modelo NLLB-200 adaptado alcanza métricas consistentes en la traducción auto-

mática de la lengua quechua en la región de Cusco, 2026.

El modelo NLLB-200 adaptado obtiene puntuaciones superiores al modelo base en

la traducción automática de la lengua quechua en la región de Cusco, 2026.

2.5 Variables
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Tabla 1
Operacionalización de variables

Adaptación del modelo NLLB-200 para la traducción automática de la lengua quechua en la región de Cusco, 2026

Variables Dimensiones Indicadores Descripción Escala de medición

Variable independiente:
Adaptación del modelo
NLLB-200

Es cuando un modelo
multilingüe preentrenado puede
ser adaptado a tareas
específicas mediante
fine-tuning, lo que implica
entrenarlo adicionalmente con
un conjunto de datos particular,
permitiendo mejorar su
desempeño con recursos
computacionales limitados
(Costa-jussà et al., 2022;
Parthasarathy et al., 2024).

Dimensión 1: Cantidad de corpus paralelo

La cantidad de corpus paralelos se refiere al volumen del
corpus (colección de textos) que consiste en pares de
oraciones o segmentos alineados en dos idiomas
diferentes (Do Campo Bayón, 2023).

1.1. Tamaño del
corpus

Número total de pares de
oraciones español-quechua
durante el proceso de fine-tuning.

Cuantitativa
discreta. n° de pares
de oraciones.

Dimensión 2: Hiperparámetros de LoRA

Los hiperparámetros de LoRA son configuraciones
técnicas que controlan el grado de adaptación del
método Low-Rank Adaptation durante el fine-tuning de
LLMs, afectando su eficiencia y rendimiento (E. Hu
et al., 2021).

2.1. Rango (r) Número de dimensiones latentes
usadas para descomponer las
matrices de pesos del modelo.

Cuantitativa
discreta. Valores
esperados:
r ∈ {8, 16, 32}.

2.2. Factor de
escala (α)

Parámetro que amplifica la
contribución de las matrices
adaptadas respecto al modelo
base.

Cuantitativa
discreta. Valores
esperados:
α ∈ {8, 16, 32}.

Variable dependiente:
Traducción automática de la
lengua quechua

La traducción automática (TA)
es un proceso computacional
que convierte un texto de un
idioma a otro de forma
autónoma, es decir, sin
intervención humana (Silva
et al., 2024).

Dimensión 1: Calidad de la traducción

La calidad de la traducción es un concepto relativo y
complejo que se refiere tanto al producto final (es decir,
al material traducido) como al proceso. La evaluación de
la calidad en la TA se realiza mediante un enfoque
pragmático que combina la evaluación humana y
métricas automáticas (Do Campo Bayón, 2023).

1.1. BLEU Puntuación que mide la similitud
entre la traducción generada y una
traducción de referencia humana.

Cuantitativa
continua. Rango:
0–100.

1.2. ChrF++ Métrica basada en coincidencia
de caracteres y n-gramas para
evaluar similitud entre
traducciones.

Cuantitativa
continua. Rango:
0–100.

Dimensión 2: Eficiencia computacional

La eficiencia computacional en el contexto de la TA, se
define como la capacidad de los modelos para lograr
bajo costo y alta eficiencia en sus operaciones (H. Wang
et al., 2022).

2.1. Tiempo total
de
entrenamiento

Duración del proceso de
fine-tuning.

Cuantitativa
continua. segun-
dos/minutos/horas

2.2. Uso de
memoria GPU

Memoria promedio utilizada por
la GPU durante el entrenamiento.

Cuantitativa
continua. GB
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III. Marco Teórico

3.1 Antecedentes

Hus et al. (2025) presentaron su investigación titulada “Machine Translation Using

Grammar Materials for LLM Post-Correction”, desarrollada en George Mason University,

Virginia – Estados Unidos. El estudio tuvo como objetivo principal optimizar los sistemas de

traducción automática para lenguas indígenas mediante una estrategia de poscorrección basa-

da en grandes modelos de lenguaje (LLM), empleando materiales lingüísticos de referencia

para refinar las salidas de un traductor previo. Para ello, aplicaron una metodología experi-

mental con un enfoque híbrido, utilizando el modelo GPT-4o-mini para editar y mejorar las

propuestas de traducción generadas por modelos NLLB 3.3B ajustados específicamente pa-

ra cada par de lenguas. En cuanto a los resultados obtenidos para la dirección de español a

quechua (es→quy), el sistema de poscorrección con LLM alcanzó puntuaciones de 3.8 en

BLEU, 36.3 en ChrF y 31.68 en ChrF++, mientras que el modelo NLLB ajustado obtuvo

3.7 en BLEU, 38.02 en ChrF y 32.7 en ChrF++ en la misma dirección. La investigación

concluyó que, para la traducción hacia el quechua, el sistema NLLB resulta más efectivo y

computacionalmente eficiente, determinando que, si bien los LLM son útiles para compren-

der la estructura de las lenguas indígenas, los modelos dedicados siguen siendo superiores

para generar texto con precisión en estas lenguas.

Garcia Gilabert et al. (2024) desarrollaron la investigación titulada “BSC Submission

to the AmericasNLP 2024 Shared Task”, realizada en el Barcelona Super Computing Center,

Madrid – España. El estudio tuvo como propósito desarrollar sistemas de traducción automá-
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tica del español al quechua y del español al guaraní para la tarea compartida de AmericasNLP

2024. Su metodología contempló el fine-tuning de diversos modelos NLLB-200 mediante la

técnica de adaptadores LoRA, experimentando con datos multilingües y sintéticos. El siste-

ma desarrollado logró una puntuación ChrF++ de 38.21 para la dirección español–quechua

(es→qu), superando a los modelos base de referencia de la competencia AmericasNLP. Los

autores concluyeron que el incremento del tamaño del modelo no garantiza un mejor rendi-

miento ante datos escasos, que la integración de datos sintéticos y multilingües favorece la

calidad de traducción al quechua, y que el ajuste con LoRA alcanza un rendimiento compara-

ble al entrenamiento completo actualizando únicamente el 14.2% de los parámetros totales.

DeGenaro y Lupicki (2024) llevaron a cabo la investigación titulada “Experiments

in Mamba Sequence Modeling and NLLB-200 Fine-Tuning for Low Resource Multilingual

Machine Translation”, presentada en la Association for Computational Linguistics, Méxi-

co. El trabajo se propuso desarrollar sistemas de traducción automática del español hacia

once lenguas indígenas. Para ello, evaluaron dos enfoques multilingües: el fine-tuning de

la variante destilada de 600M parámetros de NLLB-200 bajo diversas configuraciones y el

entrenamiento desde cero de una arquitectura basada en Mamba State Space Modeling. El

modelo NLLB-200 adaptado alcanzó un ChrF++ de 36.02 en la dirección español–quechua,

superando la línea base de AmericasNLP, mientras que la arquitectura Mamba presentó un

rendimiento menor en dicho escenario. El estudio concluyó que la adaptación de NLLB-200

resulta altamente efectiva para la traducción en lenguas indígenas de bajos recursos.

Estos estudios coinciden en que NLLB-200 constituye una alternativa sólida para

la traducción de lenguas indígenas y que las técnicas de fine-tuning permiten mejorar su

desempeño.

Liang et al. (2025) presentaron el trabajo titulado “Toward Low-Resource Languages

Machine Translation: A Language-Specific Fine-Tuning With LoRA for Specialized Large

Language Models”, desarrollado conjuntamente entre la Universiti Tunku Abdul Rahman
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(Malasia) y la GuangxiMinzu University (China). La investigación se orientó a mejorar la tra-

ducción automática en lenguas con recursos limitadosmediante el método LSFTL (Language-

Specific Fine-Tuning with LoRA), optimizando las capas de atención y redes feed-forward del

Transformer. Su propuesta consistió en un ajuste específico por idioma que preserva la ma-

yor parte de los parámetros originales del modelo, manteniendo la estabilidad y la calidad

de salida. Los resultados mostraron incrementos de 1 a 3 puntos en métricas COMET para

lenguas asiáticas de bajos recursos no centradas en inglés. La investigación concluyó que este

enfoque representa una alternativa eficiente y robusta frente al entrenamiento completo, se-

ñalando asimismo que tiene limitaciones en idiomas de recursos extremadamente bajos, con

datos paralelos inferiores a 10 000 pares de oraciones.

Chen et al. (2024) desarrollaron la investigación titulada “QueEn: A Large Language

Model for Quechua-English Translation”, realizada en The University of Georgia, Estados

Unidos. El estudio tuvo como objetivo principal implementar un modelo especializado para

la traducción quechua–inglés. Para ello, emplearon técnicas de Retrieval-Augmented Gene-

ration (RAG) combinadas con Parameter-Efficient Fine-Tuning mediante LoRA. El modelo

QueEn alcanzó una puntuación BLEU de 17.6 frente a 1.5 registrado por modelos GPT están-

dar. El estudio concluyó que la integración de RAG y técnicas de ajuste eficiente constituye

una estrategia prometedora para potenciar la traducción de lenguas de bajos recursos mante-

niendo un bajo costo computacional.

Por otro lado, investigaciones más recientes centran su atención en la eficiencia del

fine-tuning, proponiendo estrategias como LoRA y LSFTL para reducir el costo computacio-

nal sin afectar la calidad de traducción.

Gow-Smith y Sánchez Villegas (2023) presentaron su investigación titulada “Shef-

field’s Submission to the AmericasNLP Shared Task onMachine Translation into Indigenous

Languages”, desarrollada en la Universidad de Sheffield, Reino Unido. El estudio tuvo co-

mo objetivo desarrollar un sistema de traducción automática multilingüe del español a once
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lenguas indígenas a partir de NLLB-200. Aplicaron diversas variantes del modelo y técnicas

de ensamblado (ensembling) para optimizar el rendimiento, logrando una puntuación ChrF

de 39.52 en la dirección español–quechua. Los autores concluyeron que el entrenamiento

multilingüe y el ensamblado de variantes basadas en NLLB-200 constituyen una estrategia

sumamente eficaz para mejorar la TA en lenguas de bajos recursos.

Ahmed et al. (2023) llevaron a cabo el estudio titulado “Enhancing Spanish-Quechua

Machine Translation with Pre-Trained Models and Diverse Data Sources: LCT-EHU at Ame-

ricasNLP Shared Task”, realizado en la Universidad del País Vasco, España. La investigación

tuvo como propósito mejorar la traducción español–quechuamediante el uso demodelos exis-

tentes en diferentes pares de idiomas. Emplearon estrategias de fine-tuning sobre modelos

multilingües (español–finés y español–inglés), retrotraducción y corpus paralelos sintéticos.

Como resultado, el modelo basado en español–finés alcanzó un rendimiento de hasta 38.59

en la métrica ChrF, superando otras configuraciones. La investigación concluyó que el apro-

vechamiento de modelos preentrenados mejora la traducción automática en lenguas de bajos

recursos.

En conjunto, los antecedentes revisados muestran que las investigaciones recientes

se han enfocado en mejorar la TA para lenguas de bajos recursos mediante el uso de LLMs,

técnicas de fine-tuning como LoRA y diferentes estrategias para aprovechar mejor los datos

disponibles. En la mayoría de los estudios se observa que modelos como NLLB-200 logran

unmejor desempeño que otros enfoques cuando se trabaja con recursos lingüísticos limitados.

Sin embargo, gran parte de estas investigaciones se desarrollaron en el contexto de compe-

tencias como AmericasNLP o en distintos pares de idiomas, centrándose principalmente en

mejorar las métricas de traducción. Por ello, aún existe la necesidad de evaluar este tipo de

modelos en escenarios específicos como la traducción español–quechua collao, consideran-

do no solo la calidad de la traducción mediante las métricas BLEU y ChrF++, sino también

la eficiencia computacional alcanzada durante el proceso de adaptación utilizando la técnica
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LoRA.

3.2 Bases teóricas

3.2.1 Adaptación del Modelo NLLB-200

3.2.1.1 Arquitectura Transformer

La arquitectura Transformer es un modelo de red neuronal propuesto por Vaswani et

al. (2023) que revolucionó el campo de la traducción automática neuronal (TAN) y el proce-

samiento del lenguaje natural (PLN). El Transformer se basa únicamente en mecanismos de

atención (attention mechanisms) y fue diseñado para prescindir por completo de la recurren-

cia y las convoluciones, lo que representó un cambio radical respecto a losmodelos anteriores,

como las redes neuronales recurrentes (RNN) y las redes neuronales convolucionales (CNN)

(Vaswani et al., 2023).

Autores posteriores como Liu et al. (2025) señalan que este modelo es un sistema de

aprendizaje profundo diseñado específicamente para procesar datos secuenciales, destacan-

do su superioridad en paralelización y rendimiento sobre las redes neuronales populares del

pasado.

Para este estudio, el Transformer es fundamental al ser la base tecnológica del modelo

NLLB-200, permitiendo que el sistema procese demanera paralela las secuencias del quechua

y capture relaciones lingüísticas complejas a pesar de la distancia entre palabras.
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Figura 1
Arquitectura del modelo Transformer

Nota. Reproducido de Vaswani et al. (2023).

La arquitectura del Transformer está conformada por dos módulos principales, el co-

dificador (encoder) y el decodificador (decoder), los cuales se apilan repetidamente. En esta

estructura, el modelo empleamecanismos de autoatención y capas completamente conectadas

aplicadas de forma puntual en ambos componentes, como se observa en las mitades izquierda

y derecha de la Figura 1, respectivamente (Vaswani et al., 2023).

3.2.1.1.1 Codificador (encoder)

Recibe la secuencia de entrada (el texto fuente) y la mapea a una sucesión de represen-

taciones continuas, está compuesto por una pila de 6 capas idénticas (Vaswani et al., 2023).

Do Campo Bayón (2023) explican que su función principal es transformar la secuen-
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cia de entrada (idioma origen) en una representación continua de alta dimensionalidad, es

decir, transforma la frase original en una lista de vectores a los que asigna un símbolo.

El codificador es un componente fundamental, ya que se encarga de procesar la ora-

ción de entrada en español y generar representaciones internas que contienen la información

necesaria para que el decodificador produzca la traducción al quechua collao, la lengua meta.

3.2.1.1.2 Decodificador (decoder)

Genera la secuencia de salida (la traducción) elemento por elemento, utilizando los

símbolos previamente generados como entrada adicional para predecir el siguiente token,

tanto el codificador como el decodificador están compuestos por una pila de 6 capas idénticas

(Vaswani et al., 2023).

Según Liu et al. (2025), el decodificador incluye capas de atención adicionales que

utilizan las representaciones del codificador y aplica máscaras para evitar el acceso a infor-

mación futura durante la generación de texto, asegurando que cada predicción se base única-

mente en el contexto previo.

En este estudio, el decodificador es el encargado de producir el texto en quechua,

manejando la compleja morfología aglutinante y sintáctica de esta lengua a partir de las re-

presentaciones aprendidas.

3.2.1.2 Modelos de lenguaje preentrenados

Los modelos de lenguaje preentrenados (PLMs) son sistemas de IA que utilizan ar-

quitecturas de aprendizaje profundo, principalmente basadas en Transformer, se entrenan en

grandes volúmenes de datos de texto no etiquetado a escala web (Minaee et al., 2025).

La última generación de PLMs son los grandes modelos de lenguaje (LLMs), estos

se definen principalmente por su escala sin precedentes, conteniendo típicamente decenas a

cientos de miles de millones de parámetros comoGPT-4, PaLM y LLaMA; esta escala se hizo
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posible gracias a la disponibilidad de grandes cantidades de datos y avances en la capacidad

de cómputo (Minaee et al., 2025; Naveed et al., 2024).

Minaee et al. (2025) indican que estos modelos sirven como una base de conocimiento

que puede ser adaptada para diversas tareas posteriores, como la TA o el análisis de sentimien-

tos.

Figura 2
Cronología de los grandes modelos de lenguaje (LLMs)

2020

2023

2021
1-4

5-8

9-10

1-3

4-6

7-10

11-12

T5

GPT-3

WebGPT

BLOOMZ

Galatica

mT0

2019

FLAN

InstructGPT

GPT-NeoX-20B

CodeGen

OPT

OPT-IML

MT-NLG

T0

Tk-Instruct

1-6

GPT-4

GShard

UL2

PaLM Flan-T5

Flan-PaLM

Sparrow

ChatGPT

Ernie 3.0 Titan

Yuan 1.0

Gopher

GLaM

mT5 PanGu-𝛂

PLUG

LaMDA

CPM-2

HyperCLOVA

Publicly Available

Codex

Jurassic-1

Ernie 3.0

Anthropic

NLLBCohere

Luminous

YaLM

11-12

2022

GLM

AlexaTM

BLOOM

WeLM

AlphaCode

Chinchilla

CodeGeeX

7-12

LLaMA2

LLaMA

PanGu-Σ

Bard

Pythia

Vicuna

InternLM

2024

2019

Qwen

Mistral

Deepseek

Mixtral

MiniCPM

Gemma

Falcon

CodeGen2

StarCoder

PaLM2

ChatGLM

YuLan-Chat

1-6

LLaMA3

DeepSeek-V2

Qwen2

InternLM2

Qwen2.5

Gemma-2

DeepSeek-V3

Baichuan-3

Baichuan-4
MOSS

YuLan-Mini

7-12

Nota. Reproducido de Zhao et al. (2025). La figura presenta la cronología de los grandes modelos de lenguaje
(LLMs) con más de 10 mil millones de parámetros desarrollados en los últimos años.

La verdadera fortaleza de los PLMs radica en su capacidad para adaptarse a tareas o

dominios específicos. Mediante procesos de fine-tuning, estos modelos generales pueden es-

pecializarse utilizando datos de una tarea concreta. Este proceso resulta fundamental, ya que

permite cerrar la brecha entre el conocimiento lingüístico general adquirido durante el pre-

entrenamiento y los requerimientos particulares de una aplicación específica (Anisuzzaman

et al., 2025).

El uso de PLM es el punto de partida de este trabajo, ya que permiten aprovechar el

conocimiento lingüístico aprendido en idiomas con abundantes recursos, como el español,

para facilitar tareas de TA hacia lenguas de bajos recursos, como el quechua.
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3.2.1.3 Modelo multilingüe NLLB-200

El modelo No Language Left Behind (NLLB-200) fue desarrollado por Meta AI con

el propósito de ofrecer traducción automática de alta calidad para más de 200 idiomas, prio-

rizando lenguas con limitados recursos digitales. En su arquitectura principal, el proyecto

investigó modelos Mixture-of-Experts (MoE) de hasta 54,5 mil millones de parámetros, a

partir de los cuales se obtuvieron modelos destilados como NLLB-200-distilled-600M, dise-

ñados para conservar la precisión del sistema original pero con un costo computacional viable

para su uso práctico (Costa-jussà et al., 2022).

El NLLB-200 es un sistema robusto de TA de propósito general, que ha demostrado

una gran capacidad de transferibilidad y adaptabilidad hacia dominios específicos mediante

procesos de fine-tuning (Costa-jussà et al., 2022).

Gow-Smith y Sánchez Villegas (2023) describen a NLLB-200 como un modelo de

última generación específicamente diseñado para entornos de bajos recursos, destacando que

fue entrenado en 202 idiomas a lo largo de 1 220 pares de idiomas, incluyendo soporte nativo

para el aimara, el guaraní y variantes del quechua.

En este estudio, la variante NLLB-200-distilled-600M constituye el modelo base pre-

entrenado, ya que incluye soporte previo para la variante del quechua ayacuchano, lo que

facilita enormemente su adaptación específica para la variante del quechua collao.

3.2.1.4 Adaptación de modelos preentrenados

La adaptación de PLM, conocida como fine-tuning (ajuste fino), es el proceso median-

te el cual un PLM, como un LLM, continúa su entrenamiento en un conjunto de datos específi-

co para un dominio o tarea particular, que es diferente del conjunto de datos original utilizado

para entrenar el modelo base, este proceso de adaptación es fundamental para mejorar el ren-

dimiento en tareas específicas y se clasifica dentro de las etapas de post-entrenamiento de los
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LLMs (Anisuzzaman et al., 2025).

Lu et al. (2025) señalan que la adaptación permite que el modelo conserve las capa-

cidades aprendidas en etapas de entrenamiento anteriores, mientras incorpora conocimiento

específico del dominio objetivo.

En la presente investigación, esta etapa es fundamental, ya que permite especializar

un modelo generalista en la TA hacia el quechua collao, aprovechando el conocimiento pre-

viamente aprendido.

3.2.1.4.1 Etapas de fine-tuning para LLMs

El ajuste de un LLM consta de siete etapas clave como se muestra en la Figura 3 y

son: preparación de datos, inicialización del modelo, configuración del entrenamiento, fine-

tuning, validación y evaluación, despliegue y monitoreo. Este proceso adapta el modelo a

tareas específicas como la TA.
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Figura 3
Etapas del proceso de fine-tuning de los grandes modelos de lenguaje (LLMs)

Etapa 1

Preparación de datos
Recolección y curación de
datos.
Limpieza y control de calidad.
Aumentación de datos.
División del conjunto de datos.

Etapa 2

Inicialización del modelo
Selección del modelo
preentrenado.
Carga de pesos preentrenados.

Etapa 3

Configuración del entre-
namiento
Configuración del entorno de
entrenamiento.
Definición de hiperparámetros.
Inicialización de optimizadores
y función de pérdida.

Etapa 6

Despliegue
Estrategias de despliegue.
Optimización para inferencia.
Exportación del modelo
ajustado.

Etapa 5

Validación y evaluación
Métricas de evaluación.
Análisis de la curva de pérdida
y gradientes ruidosos.
Ajuste de hiperparámetros.
Prevención del sobreajuste.

Etapa 4

Fine-tuning
Standard and advanced
fine-tuning.
Parameter efficient fine-tuning.
Task specific fine-tuning.
Domain specific fine-tuning.

Etapa 7

Monitoreo
Monitoreo continuo.
Reentrenamiento y
actualización periódica.

Nota. Adaptado de Parthasarathy et al. (2024).

3.2.1.4.2 Cantidad de corpus paralelo

La disponibilidad de un corpus paralelo suficientemente amplio y de calidad consti-

tuye un requisito fundamental para el éxito de los sistemas de TA, particularmente cuando se

trabaja con lenguas de bajos recursos (Chen et al., 2024). Estudios en TAN han demostrado

consistentemente que la calidad y cantidad del conjunto de datos de entrenamiento impactan

directamente en el desempeño del modelo (Zhong et al., 2024).

Un corpus paralelo más grande permite al modelo capturar correspondencias léxicas,

sintácticas y semánticas con mayor precisión, mejorando la fidelidad y coherencia de la tra-

ducción. Sin embargo, como señalan Ranathunga et al. (2021), los sistemas de TAN requieren

corpus paralelos de gran tamaño, un requisito que no es realista para lenguas de bajos recursos



35

como el quechua collao.

Por ello, la escasez de corpus paralelos digitales es uno de los principales desafíos

para la TA del quechua collao, ya que limita el aprendizaje y desempeño de los modelos,

afectando la calidad de las traducciones y haciendo necesario el uso de técnicas que permitan

aprovechar mejor los datos disponibles.

3.2.1.5 Parameter-Efficient Fine-Tuning (PEFT)

Las técnicas de Parameter-Efficient Fine-Tuning (PEFT) buscan reducir significativa-

mente la cantidad de parámetros que deben ajustarse durante el entrenamiento, manteniendo

congelada la mayor parte de los parámetros preentrenados del LLM. Esto permite adaptar

modelos de gran tamaño con menores requerimientos de memoria y capacidad computacio-

nal, lo que resulta especialmente útil en entornos con recursos limitados (Parthasarathy et al.,

2024).

Las PEFT de última generación han alcanzado niveles de rendimiento comparables

al fine-tuning completo, algunos métodos comunes de PEFT son Low-Rank Adaptation (Lo-

RA), Prefix Tuning y P-Tuning. La adopción de estos métodos permite un ajuste eficiente de

modelos incluso en entornos con recursos limitados (Liu et al., 2025).

La Figura 4 muestra una clasificación general de los métodos de PEFT utilizados en

PLMs. La taxonomía organiza las distintas técnicas en varias categorías principales según la

forma en que adaptan el modelo, incluyendo métodos aditivos, reparametrizados, selectivos,

híbridos, basados en cuantización y enfoques multitarea. Entre los métodos más representati-

vos y ampliamente utilizados destacan LoRA, QLoRA y los enfoques basados en Adapters,

debido a su eficiencia y desempeño en tareas de adaptación de LLMs (L. Wang et al., 2025).
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Figura 4
Taxonomía de los métodos PEFT

PE
FT

M
et
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ds

fo
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LM
s

Additive

Adapter
Sequential Adapter, Residual Adapter, AdapterDrop,
Tiny-Attn Adapter, Parallel Adapter, CIAT, CoDA,
Hadamard Adapter, Compacter, SparseAdapter

Soft Prompt
Prefix-tuning, p-tuning, p-tuning v2, prompt-tuning, SMoP,
APT, IDPG, LPT, SPT, APrompt, DePT, InfoPrompt,
Xprompt, PTP

Scale and Shift (IA)3, MoV, SSF, PASTA

Others IPA, LST, Attention-Fusion

Reparameterized

Low-rank
Decomposition Intrinsic SAID, LoRA, KronA

LoRA
Derivatives

Dynamic Rank DyLoRA, AdaLoRA, IncreLoRA,
SoRA

LoRA
Improvement

LoRA+, LoRA-FA, DoRA,
Laplace-LoRA, Kernel-mix,
PeriodicLoRA, HydraLoRA,
AFLoRA, LoRA-SP,
SuperLoRA

Selective

Unstructural
Masking

U-Diff pruning, U-Bitfit, PaFi, FishMask, Fish-Dip, LT-SFT,
SAM, Child-tuning, U-MAM, Threshold-Mask, LoRAPrune

Structural
Masking

S-Diff pruning, S-Bitfit, FAR, Bitfit, Xattn Tuning,
SPT, S-MAM

Hybrid UniPELT, S4, MAM Adapter, LLM-Adapters, NOAH, AUTOPEFT, ProPETL

Quantization BI-Adapter, PEQA, QLoRA, LQ-LoRA, QA-LoRA, QDyLoRA, LoftQ, BitDelta

Multi-task

Adapter
-based

AdapterFusion, AdaMix, PHA, AdapterSoup,
MerA, Hyperformer

Soft Prompt
-based SPoT, ATTEMPT, MPT, IPT, TPT

LoRA
-based LoRAHub, MOELoRA, L-LoRA, MTLoRA

Nota. Adaptado de L. Wang et al. (2025).

3.2.1.6 Low-Rank Adaptation (LoRA)

LoRA representa un avance significativo en las técnicas PEFT que permite la adap-

tación eficiente de grandes modelos de lenguaje (LLMs) (Liang et al., 2025). Su objetivo es

adaptar LLMs preentrenados a tareas o dominios especializados de manera eficiente (E. Hu

et al., 2021). Mediante aproximaciones de bajo rango, LoRA optimiza el consumo de recur-

sos computacionales sin comprometer la capacidad de adaptación del modelo preentrenado

(Parthasarathy et al., 2024). La eficiencia de LoRA lo ha posicionado como la técnica PEFT
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más utilizada para adaptar LLMs por su eficiencia y resultados a menudo comparables con

fine-tuning completo (Garcia Gilabert et al., 2024).

La Figura 5 muestra la comparación entre el fine-tuning completo y LoRA. En el fine-

tuning tradicional, el modelo actualiza todos los parámetros preentrenadosW mediante una

matriz de actualización completa ∆W , lo que implica modificar toda la red (Parthasarathy

et al., 2024). En cambio, LoRA congela W y aproxima la actualización ∆W mediante la

multiplicación de dos matrices de bajo rango A y B, controladas por un hiperparámetro r,

reduciendo significativamente la cantidad de parámetros entrenables (E. Hu et al., 2021). En

lugar de almacenar una matriz completa, se aprende una descomposición eficiente tal que

∆W ≈ AB.

Figura 5
Una comparación entre las actualizaciones de peso en el fine-tuning regular y el fine-tuning con LoRA

Nota. Reproducido de Raschka (2023).

Por ejemplo, si ∆W tiene 10,000 × 20,000 parámetros (200 millones), y se utiliza

un rango r = 8, entonces las matrices A ∈ R10,000×8 y B ∈ R8×20,000 requieren en total

10,000× 8 + 8× 20,000 = 240,000 parámetros, lo que representa una reducción de más de

800 veces (E. Hu et al., 2021; Raschka, 2023).

El uso de LoRA es el núcleo de este trabajo, ya que permite realizar el fine-tuning

del modelo NLLB-200 para la lengua quechua collao entrenando solo una fracción de los
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parámetros totales.

3.2.1.6.1 Hiperparámetros de LoRA

En el contexto de LoRA, se consideran dos hiperparámetros fundamentales:

Rango (r): Es un hiperparámetro que controla el equilibrio entre la eficiencia compu-

tacional y la capacidad de adaptación, este valor determina la dimensionalidad de

las matrices entrenables, un rango muy bajo, incluso uno o dos, es suficiente para la

adaptación del modelo (Chen et al., 2024; E. Hu et al., 2021)

Factor de escala (α): Este hiperparámetro regula la magnitud de los ajustes aplicados

por las matrices de bajo rango sobre los parámetros del modelo original, es decir, es un

parámetro de escalado que ajusta los pesos aprendidos (Garcia Gilabert et al., 2024;

E. Hu et al., 2021)

3.2.2 Traducción automática de la lengua quechua

3.2.2.1 Traducción automática (TA)

La TA es un subcampo de la lingüística computacional que busca desarrollar sistemas

capaces de traducir texto de un idioma a otro de manera automática (Huarcaya, 2020), em-

pleándose frecuentemente en la literatura internacional el términoMachine Translation (MT).

Sus orígenes se remontan a 1949, cuando Warren Weaver planteó que las computadoras mo-

dernas de alta velocidad y capacidad lógica podían emplearse para traducir automáticamente

de un idioma a otros (Weaver, 1952). A lo largo de las décadas, la TA ha evolucionado a

través de diferentes enfoques.

La primera gran etapa se centró en la TA basada en reglas (Rule-BasedMachine Trans-

lation o RBMT), la cual surgió en la década de 1950 y 1960, y representa los primeros intentos

de traducción automatizada, estos sistemas dependían en gran medida de teorías lingüísticas
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y reglas elaboradas a mano por humanos para modelar la gramática y la sintaxis tanto de

la lengua de origen como de la lengua de destino (Chen et al., 2024). Este enfoque depen-

día totalmente del conocimiento humano y demostró ser rígido pero con limitaciones en la

precisión.

A finales de los 1980 ocurrió el primer gran salto con la traducción automática estadís-

tica (SMT) y se convirtió en el modelo predominante, la SMT se basó en modelos estadísticos

que aprendían de grandes corpus de texto paralelo y utilizaban algoritmos de decodificación

para traducir (Rivera-Trigueros, 2022). Este paradigma hizo que las máquinas aprendieran el

conocimiento de traducción automáticamente a partir de una gran cantidad de datos, en lugar

de depender de humanos expertos para escribir reglas (H. Wang et al., 2022). A pesar de su

éxito, la SMT requería grandes recursos computacionales y carecía de fundamento lingüístico

al estar basada en probabilidades y presentaban problemas con la morfología, especialmente

en lenguajes con pocos recursos (Huarcaya, 2020).

Finalmente, en la década de 2010, surgió la TAN, que revolucionó el campo de la

TA gracias al uso de técnicas de aprendizaje profundo (deep learning). Inicialmente, los mo-

delos de TAN se basaron en arquitecturas de RNN con mecanismos de atención (Wu et al.,

2016). Un hito crucial en esta evolución lo marcó Google en 2016 con la introducción de su

sistemaGoogle Neural Machine Translation (GNMT). Este sistema, basado precisamente en

RNN con atención, logró reducir en un 60% los errores de traducción respecto a los sistemas

estadísticos tradicionales, alcanzando una calidad muy cercana a la de traductores humanos

en muchos pares de idiomas de altos recursos (Wu et al., 2016). Este éxito impulsó la adop-

ción masiva de la TAN en aplicaciones de gran escala y la consolidó como el paradigma

dominante, superando a las técnicas convencionales de RBMT y SMT (Huarcaya, 2020). Sin

embargo, el avance más significativo llegó con la propuesta de la arquitectura Transformer

por Vaswani et al. (2023).
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3.2.2.1.1 Traducción automática neuronal (TAN)

La TAN ha evolucionado a través de varias arquitecturas que marcaron hitos en su

desarrollo (Stahlberg, 2020) y actualmente es el paradigma dominante (Rivera-Trigueros,

2022).

Los primeros sistemas estuvieron basados enmodelos secuencia a secuencia (seq2seq)

construidos con RNN, que utilizaban una arquitectura codificador-decodificador, que permi-

tían codificar una oración y generar su traducción de manera secuencial (Nguyen, 2019).

Estos podían producir traducciones razonables para frases cortas, pero se desmoronaban al

aumentar la longitud de las oraciones. (Koehn, 2017)

Posteriormente, la incorporación del mecanismo de atención permitió superar las li-

mitaciones de las RNN en oraciones largas, al reemplazar el vector de contexto fijo por uno

variable, mejorando la alineación entre palabras fuente y destino (Muñoz, 2021).

Finalmente, la aparición del modelo Transformer en 2017 marcó un cambio de para-

digma, ya que está basado completamente en mecanismos de autoatención (self-attention),

permitiendo que el codificador y el decodificador consideren cada palabra de la secuencia

de entrada en paralelo y prescinde totalmente de la recurrencia y las convoluciones (Vaswa-

ni et al., 2023). Esta dependencia total en la atención (específicamente, la autoatención y la

atención de múltiples cabezas, o multi-head attention) permite una mayor paralelización del

entrenamiento y, en general, conduce a una calidad superior de traducción (Stahlberg, 2020).

El Transformer representó un salto cualitativo, logrando el estado del arte y se consolidó

como la arquitectura dominante en la TA actual, superando ampliamente a las RNN y otras

variantes como las CNN en calidad de traducción (J. Hu, 2024).

La TAN constituye el núcleo tecnológico de este trabajo, ya que permite que sistemas

como NLLB-200 capturen patrones lingüísticos complejos del quechua collao sin depender

de reglas gramaticales diseñadas manualmente.
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3.2.2.2 La lengua quechua

El quechua es reconocido como una familia lingüística con presencia en siete países

sudamericanos: Perú, Ecuador, Colombia, Bolivia, Argentina, Chile y Brasil, es considerada

la lengua originaria con mayor predominancia en Sudamérica (Torero, 2002). En Perú, de

acuerdo con el Censo Nacional de 2017 se revelaron que, el 22,3% de la población de 12

y más años de edad, que es equivalente a 5 millones 176 mil 809 personas se autoidentificó

como Quechua (INEI, 2017).

El quechua es clasificado como una lengua vital, sin embargo, a pesar de su vitalidad

general, los estudios lingüísticos señalan que el quechua constituye una familia lingüística

diversa con múltiples lenguas y no una sola (Ministerio de Educación, 2018). La familia lin-

güística quechua se organiza tradicionalmente en dos grandes grupos, tal como se observa en

la Tabla 2, denominados Quechua I (QI), y Quechua II (QII) (Cerron-Palomino, 2003). No

obstante, se reconocen cuatro ramas principales en Perú: Quechua Sureño, Quechua Central,

Quechua Norteño y Quechua Amazónico, en la rama de quechua sureño se divide en dos

variantes principales: Quechua Chanka (Ayacuchano) y Quechua Collao (Cuzqueño) (Minis-

terio de Educación, 2018).

Lingüísticamente, el quechua es una lengua aglutinante y polisintética, cuyas pala-

bras suelen estar formadas por múltiples morfemas que expresan información gramatical y

semántica. Esta complejidad morfológica genera una gran variedad de formas léxicas y cons-

tituye uno de los principales desafíos para las tareas de procesamiento del lenguaje natural y

traducción automática (Chen et al., 2024).

3.2.2.3 Calidad de traducción

La calidad de la traducción es un concepto relativo y complejo que hace referencia

tanto al producto traducido como al proceso de traducción. En el ámbito de la TA, su evalua-
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Tabla 2
Variedades del quechua en el Perú

Rama Variedad Departamento donde se
habla

Estado de
vitalidad

Quechua
amazónico

Kichwa amazónico: Pastaza,
Napo, Putumayo, Tigre, Alto
Napo (Santarrosino–Madre
de Dios), Chachapoyas y San
Martín

Loreto, Madre de Dios,
Chachapoyas y San Martín

En peligro

Quechua
norteño

Quechua Cajamarca Cajamarca Seriamente en
peligro

Quechua Inkawasi Kañaris Lambayeque y Piura
(Comunidad de Chilcapampa,
distrito de Huarmaca,
provincia de Huancabamba;
centro poblado La Pilca,
distrito de Buenos Aires,
provincia de Morropón)

Vital

Quechua
central

Quechua Pataz La Libertad Vital

Quechua Cajatambo, Oyón,
Huaura

Lima

Seriamente en
peligro

Quechua Yauyas Seriamente en
peligro

Quechua Áncash Áncash Vital

Quechua Huánuco Huánuco En peligro

Quechua Pasco Pasco Seriamente en
peligro

Quechua Wanka Junín Seriamente en
peligro

Quechua
sureño

Quechua Chanka Huancavelica, Ayacucho y
Apurímac (Andahuaylas,
Aymaraes y Chincheros)

Vital

Quechua Collao Apurímac (Abancay, Grau,
Antabamba y Cotabambas),
Cusco, Puno, Arequipa y
Moquegua

Vital

Nota. La clasificación se organiza en cuatro ramas del quechua (amazónico, norteño, central y sureño),
indicando sus variedades, los departamentos donde se hablan y su estado de vitalidad lingüística. Fuente:
Ministerio de Educación (2018).
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ción se realiza mediante un enfoque pragmático que combina la evaluación humana con el

uso de métricas automáticas, permitiendo valorar el desempeño de los sistemas de traducción

(Do Campo Bayón, 2023).

Asimismo, Rivera-Trigueros (2022) señalan que la calidad de una TA puede deter-

minarse a partir del grado de similitud entre la traducción generada por el sistema y una

traducción de referencia elaborada por un traductor humano, considerando que una mayor

coincidencia refleja un mejor desempeño del modelo.

En la presente investigación, la calidad de la traducción permite evaluar el efecto

de la adaptación del modelo multilingüe NLLB-200 mediante la técnica LoRA en la traduc-

ción automática del español al quechua collao. Para ello, se utilizan métricas automáticas

que permiten evaluar la calidad de las traducciones generadas por el modelo mediante su

comparación con traducciones de referencia.

3.2.2.4 Métricas de evaluación de sistemas de traducción automática

La evaluación de sistemas de TA es un proceso esencial para proporcionar una estima-

ción cuantitativa de la calidad de las traducciones generadas (Haddow et al., 2022). Para ello,

se emplean métricas de evaluación que permiten a investigadores y desarrolladores medir

objetivamente el rendimiento de estos modelos (Chauhan & Daniel, 2023).

Entre los distintos enfoques de evaluación, la evaluación automática es la preferida

en la práctica, ya que es considerablemente más rápida, fácil de implementar y económica

que la evaluación humana, la cual requiere de evaluadores bilingües expertos, lo que resulta

en baja eficiencia y un alto costo (Mondal et al., 2023).

Entre la gran variedad de métricas automáticas existentes, algunas de las más utiliza-

das para la evaluación de TA son las métricas basadas en léxicos, se basan en la comparación

de los elementos léxicos (por ejemplo, palabras o frases) de la hipótesis con los de una tra-

ducción de referencia (Lee et al., 2023). Las más utilizadas son las siguientes:
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3.2.2.4.1 BLEU

La métrica Bilingual Evaluation Understudy (BLEU) es un método automático, rápi-

do y económico de evaluación de la TA, propuesto como un ”sustituto automatizado” de los

jueces humanos capacitados. La calidad de una TA se mide por qué tan cerca se encuentra de

una o más traducciones humanas profesionales de referencia. Para cuantificar esta cercanía,

BLEU compara la traducción candidata del sistema con las referencias contando la cantidad

de coincidencias de palabras y frases cortas (n-gramas) (Papineni et al., 2002).

Por su parte, Lee et al. (2023) señalan que el BLEU se calcula a partir de tres com-

ponentes principales: (1) la precisión basada en n-gramas entre la traducción generada y la

traducción de referencia, (2) una penalización por brevedad (Brevity Penalty, BP) para evitar

favorecer traducciones excesivamente cortas y (3) el recorte (clipping), que limita el conteo

de n-gramas repetidos. La precisión se obtiene al dividir el número de n-gramas coincidentes

entre el número total de n-gramas generados.

A pesar de su popularidad, BLEU presenta algunas limitaciones al evaluar traduccio-

nes al quechua, ya que su enfoque basado en palabras completas puede penalizar variaciones

morfológicas correctas que son frecuentes en las lenguas aglutinantes (Mager et al., 2023).

BLEU = BP · exp

(
N∑

n=1

wn log pn

)

BLEU: Métrica BLEU final que mide la calidad de la traducción automática.

BP: Brevity Penalty, penalización por brevedad aplicada cuando la hipótesis es más

corta que la referencia.

N : Máximo nivel de n-gramas considerados (típicamente N = 4 en BLEU-4).

wn: Peso asignado a cada precisión de n-gramas; en BLEU-4 se usa wn = 1
N
.

pn: Precisión modificada de n-gramas (proporción de n-gramas de la hipótesis que
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aparecen en la referencia, aplicando recorte por frecuencia).

3.2.2.4.2 TER

La métrica Translation Edit Rate (TER) es una medida intuitiva y ampliamente utili-

zada para la evaluación automática de la calidad de la salida de la TA. TER calcula la cantidad

mínima de operaciones de edición (desplazamiento, inserción, eliminación y sustitución) que

un humano tendría que ejecutar para lograr la coincidencia exacta con la referencia (Snover

et al., 2006).

Asimismo, Lee et al. (2023) indican que la TER evalúa la calidad de una traducción

automática calculando la cantidad mínima de ediciones necesarias para hacerla coincidir con

una traducción de referencia; cuanto menor es su valor, mejor es la traducción.

Sin embargo, la TER presenta varias limitaciones que limitan su capacidad para eva-

luar con precisión el rendimiento de la traducción automática, ya que se basa principalmente

en la coincidencia de palabras entre la traducción generada y la referencia, sin considerar

completamente la similitud semántica ni la fluidez del texto (Lee et al., 2023).

TER =
E

R

E = Número mínimo de ediciones necesarias para transformar la hipótesis en la refe-

rencia.

• Inserciones

• Eliminaciones

• Sustituciones

• Desplazamientos (shifts)

R = Longitud de la referencia, es decir, el número total de palabras en la oración de

referencia.
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3.2.2.4.3 METEOR

La métrica Metric for Evaluation of Translation with Explicit ORdering (METEOR)

es una métrica automática para la evaluación de la TA que fue desarrollada para ofrecer una

mejor correlación con los juicios humanos de calidad en comparación con métricas anteriores

como BLEU, se fundamenta en un concepto generalizado de coincidencia de unigramas (uni-

gram matching) entre la traducción producida por el sistema y las traducciones de referencia

humanas (Banerjee & Lavie, 2005).

METEOR = Fα · (1− Penalidad)

Fα =
P ·R

α · P + (1− α) ·R

P : Precisión entre los segmentos alineados (porcentaje de palabras alineadas respecto

a la hipótesis).

R: Recall entre los segmentos alineados (porcentaje de palabras alineadas respecto a

la referencia).

Fα: Media armónica ponderada entre precisión y recall.

α: Parámetro que controla el peso entre precisión y recall (típicamente 0.9).

m: Número total de palabras alineadas.

ch: Número de fragmentos (chunks) en la alineación; un chunk es una secuencia de

palabras alineadas consecutivamente y en el mismo orden.

γ, β: Parámetros de ajuste usados para calcular la penalización.

Penalidad: Factor que reduce la puntuación cuando el orden de las palabras difiere

entre hipótesis y referencia.
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3.2.2.4.4 ChrF++

El Character F-Score Plus (ChrF++) es una métrica de evaluación automática de la

TA diseñada para combinar los beneficios de las métricas basadas en caracteres y las basadas

en palabras, el puntaje ChrF++ se calcula obteniendo el F-score tanto para los n-gramas de ca-

racteres como para los n-gramas de palabras, y luego promediando estos resultados, ChrF++

es una versión mejorada de la métrica original Character F-Score (ChrF) (Popović, 2017).

Asimismo, Mager et al. (2023) señalan que, en lenguas morfológicamente ricas como

el quechua, las métricas basadas en caracteres, como ChrF, suelen ser más adecuadas que las

métricas basadas únicamente en palabras, debido a que ofrecen una mayor flexibilidad para

capturar las variaciones morfológicas propias de estas lenguas. En ese sentido, la presente

investigación también emplea ChrF++, por tratarse de una extensión de ChrF que incorpora

información basada en n-gramas de palabras, proporcionando una evaluación más completa

del desempeño del modelo.

Por ello, ChrF++ se considera una de las métricas más adecuadas para esta investi-

gación, ya que permite evaluar con mayor precisión las traducciones al quechua collao, una

lengua caracterizada por su compleja estructura morfológica.

ChrF++ = (1 + β2) · P ·R
β2 · P +R

donde la precisión y exhaustividad combinan información de caracteres y palabras:

P = α · Pc + (1− α) · Pw

R = α ·Rc + (1− α) ·Rw

P : Precisión combinada (caracteres + palabras).
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R: Exhaustividad combinada (caracteres + palabras).

Pc: Precisión basada en n-gramas de caracteres.

Rc: Exhaustividad basada en n-gramas de caracteres.

Pw: Precisión basada en n-gramas de palabras.

Rw: Exhaustividad basada en n-gramas de palabras.

β: Factor que pondera la importancia de la exhaustividad sobre la precisión (por de-

fecto, β = 2).

α: Peso que asigna la contribución de los caracteres frente a las palabras (por defecto,

α = 0.5).

3.2.2.5 Eficiencia computacional en sistemas de traducción automática

La eficiencia computacional en el contexto de la TA, se define como la capacidad de

los modelos para lograr bajo costo y alta eficiencia en sus operaciones (H. Wang et al., 2022).

La eficiencia computacional es un factor determinante en el diseño y uso de sistemas

de TAN, particularmente cuando se emplean modelos basados en arquitecturas Transformer

y modelos multilingües de gran escala, si bien los Transformers permiten un alto grado de

paralelización y mejoran sustancialmente la calidad de la traducción, su complejidad compu-

tacional y consumo de recursos aumentan significativamente conforme crece el tamaño del

modelo y la longitud de las secuencias procesadas (Vaswani et al., 2023).

En el contexto de lenguas de bajos recursos, como el quechua collao, esta problemáti-

ca se acentúa, ya que el entrenamiento y la adaptación de modelos de gran escala requiere una

gran infraestructura, que es inaccesible en entornos con recursos limitados, restringiendo la

capacidad de investigadores y desarrolladores locales para construir soluciones lingüísticas,

en este sentido, la literatura reciente resalta la importancia de evaluar no solo la calidad de

traducción alcanzada, sino también su eficiencia computacional y los costos asociados a su

entrenamiento y adaptación (Zhong et al., 2024).
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En esta investigación, la eficiencia computacional es un aspecto fundamental, pues

permite adaptar modelos de gran escala, como NLLB-200 en sus versiones de 600M, 1.3B

y 3.3B parámetros, utilizando hardware accesible. Esto hace posible desarrollar y evaluar

sistemas de TA para el quechua collao en entornos con recursos computacionales limitados.

3.2.2.5.1 Tiempo total de entrenamiento

El tiempo total de entrenamiento en los sistemas de TAN está determinado por facto-

res como el número de épocas, el tamaño del lote (batch size), y la complejidad del modelo

(Do Campo Bayón, 2023). En el caso del fine-tuning de modelos preentrenados demanda un

menor número de tiempo y memoria que el entrenamiento desde cero de un LLM, ya que se

reutiliza las representaciones linguisticas previamente aprendidas (Anisuzzaman et al., 2025).

No obstante, en arquitecturas basadas en Transformer, el costo computacional sigue

siendo elevado debido a la complejidad del mecanismo de atención, que crece cuadrática-

mente con la longitud de las secuencias (Vaswani et al., 2023).

Para esta investigación, reducir el tiempo de entrenamiento es fundamental para hacer

viable la adaptación de modelos de gran escala en entornos con recursos limitados. En este

sentido, técnicas como LoRA permiten acelerar el fine-tuning al entrenar únicamente una

pequeña parte de los parámetros del modelo original.

3.2.2.5.2 Uso de memoria GPU

El uso de memoria GPU representa una de las principales limitaciones en la adapta-

ción de modelos de gran escala, dado que los requerimientos de memoria suelen exceder la

capacidad de los equipos que posee la mayoría de las personas (Parthasarathy et al., 2024).

Además, el fine-tuning completo implica actualizar la totalidad de los parámetros del modelo,

lo que incrementa significativamente el consumo de memoria (Chen et al., 2024).

Para mitigar este problema, las técnicas de PEFT permiten entrenar solo una fracción
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del modelo, manteniendo congelados los pesos originales (Anisuzzaman et al., 2025). En

particular, LoRA introduce adaptaciones de bajo rango que reducen el número de parámetros

entrenables y, en consecuencia, el uso dememoria GPU, sin afectar el rendimiento del modelo

(E. Hu et al., 2021).

En esta investigación, el uso de memoria GPU es un factor importante, ya que deter-

mina la viabilidad de adaptar modelos NLLB-200 en entornos con recursos limitados. Por

ello, se emplean técnicas como LoRA, que reducen los requerimientos de memoria durante

el fine-tuning.

3.3 Definición de términos

AmericasNLP

Se refiere a un taller (workshop) y una tarea compartida (Shared Task) enfocada en el

PLN y la TA para las lenguas nativas americanas (Ahmed et al., 2023).

Corpus paralelo

En una colección de textos alineados en dos idiomas y es esencial para entrenar y

evaluar un sistema de TAN (Do Campo Bayón, 2023).

Dataset

Un dataset es un conjunto de datos que se encuentra organizado de manera estruc-

turada, generalmente en tablas, matrices o formatos como CSV y JSON. Esta organización

permite almacenar, consultar y analizar la información de una forma más ordenada. Los data-

sets constituyen un recurso fundamental en tareas de análisis de datos, aprendizaje automático

(machine learning, ML), IA y otras aplicaciones en las que se requiere disponer de informa-

ción accesible y adecuada para su procesamiento (Badman & Kosinski, s.f.).
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Datos de entrenamiento

Corresponden al subconjunto de datos utilizado durante el proceso de entrenamiento

de un modelo (Google for Developers, s.f.).

Datos de validación

Es el subconjunto de datos utilizado para realizar una evaluación inicial del modelo

entrenado. Generalmente, se utiliza durante el desarrollo para evaluar y ajustar el modelo

antes de realizar la evaluación con el conjunto de prueba (Google for Developers, s.f.).

Datos de prueba

Es un subconjunto del conjunto de datos reservado para probar un modelo entrenado

(Google for Developers, s.f.).

Inteligencia artificial (AI)

Constituye un conjunto de tecnologías que permite a las computadoras aprendan, pien-

sen y realicen tareas que antes solo podían realizar las personas, como entender el lenguaje,

analizar información y dar recomendaciones (Google Cloud, s.f.).

Google Colab

Es un servicio basado en Jupyter Notebook que puede utilizarse sin una configuración

previa y ofrece acceso gratuito a recursos de cómputo, como GPU y TPU. Su uso es común

en actividades relacionadas con el aprendizaje automático, la ciencia de datos y la educación

(Google Colab, s.f.).
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GPU

Las unidades de procesamiento gráfico (GPU) son una pieza clave en la tecnología ac-

tual. Gracias a su capacidad para realizar muchos cálculos y procesamientos al mismo tiempo,

permiten que los programas funcionen más rápido y que podamos desarrollar aplicaciones

más eficientes, potentes y con mejores resultados visuales. (Lenovo, s.f.)

Grandes modelos de lenguaje (LLMs)

Son modelos entrenados con grandes cantidades de datos y pueden tener cientos de

miles de millones de parámetros, lo que los hace capaces de comprender y generar lenguaje

humano (AWS Amazon, s.f.).

Hugging Face

Es una plataforma donde la comunidad de aprendizaje automático colabora en mode-

los, conjuntos de datos y aplicaciones (Hugging Face, s.f.).

Modelo multilingue

En el contexto de la TAN, son sistemas diseñados para gestionar la traducción entre

múltiples idiomas utilizando un único modelo (Haddow et al., 2022).

Lengua de bajos recursos

Es aquella que padece una escasez significativa de recursos lingüísticos, tales como

corpora, diccionarios y conjuntos de datos anotados, estas lenguas suelen carecer de un apoyo

digital suficiente, lo que obstaculiza su investigación y preservación (Zhong et al., 2024).
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Pipeline

Un pipeline de machine learning es un flujo de trabajo estructurado que organiza de

manera secuencial las etapas necesarias para diseñar, desarrollar y desplegar un modelo de

aprendizaje automático. Su propósito es sistematizar el proceso de construcción del modelo,

facilitando una implementación más eficiente, reproducible y organizada (Belcic & Stryker,

s.f.).

Procesamiento del lenguaje natural (PLN)

Es una rama de la IA que, mediante técnicas de aprendizaje automático, enseña a las

máquinas a interpretar, generar y responder en lenguaje humano de forma natural (IBM, s.f.).

RunPod

Es una plataforma de computación en la nube especializada en IA que proporciona

acceso bajo demanda a GPUs de alto rendimiento, permitiendo a los desarrolladores ejecutar

desde experimentos hasta aplicaciones en producción sin necesidad de gestionar infraestruc-

tura propia (Runpod, s.f.).
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IV. Metodología

4.1 Tipo y nivel de investigación

La presente investigación se desarrolló bajo el enfoque cuantitativo, el cual se caracte-

riza por seguir un proceso secuencial para probar hipótesis (Hernández-Sampieri &Mendoza

Torres, 2023).

En concordancia con dicho enfoque, la investigación es de tipo aplicada, dado que,

segúnHernández-Sampieri yMendoza Torres (2023), este tipo de investigación busca utilizar

el conocimiento científico para resolver problemas concretos en contextos reales. En este

sentido, el trabajo emplea fundamentos del PLN para mejorar la TA de la lengua quechua

collao mediante la adaptación del modelo NLLB-200 con la técnica LoRA.

La investigación es de nivel explicativo, ya que su objetivo es establecer las causas

del fenómeno estudiado. De acuerdo con Hernández-Sampieri y Mendoza Torres (2023), este

alcance busca explicar por qué ocurre un evento y en qué condiciones se manifiesta. En este

estudio, se analiza el efecto de la adaptación del modeloNLLB-200mediante la técnica LoRA

sobre su desempeño en la traducción automática del español al quechua collao.

En cuanto al diseño metodológico, se empleó un diseño preexperimental con preprue-

ba y posprueba de un solo grupo. Este diseño permite evaluar los cambios producidos después

de aplicar una intervención sobre una misma unidad de análisis. Según Hernández-Sampieri

y Mendoza Torres (2023), los diseños preexperimentales con preprueba y posprueba de un

solo grupo consisten en realizar una medición antes de la intervención y otra después de su

aplicación, con el propósito de identificar los cambios generados.
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En la presente investigación, la preprueba corresponde a la evaluación del desempeño

del modelo base NLLB-200 mediante las métricas de traducción automática establecidas.

Posteriormente, se aplicó como intervención el proceso de adaptación del modelo utilizando

la técnica LoRA con un corpus paralelo español–quechua collao. Finalmente, la posprueba

consistió en evaluar el desempeño del modelo adaptado utilizando las mismas métricas y el

mismo conjunto de prueba, lo que permitió analizar el efecto de la adaptación realizada.

4.2 Ámbito temporal y espacial

4.2.1 Espacial

El estudio se enfocó en la lengua quechua collao, la variante hablada principalmente

en la región de Cusco, en el sur andino del Perú, por lo tanto, se excluyeron otras variantes

del quechua presentes en el país y en el extranjero.

4.2.2 Temporal

El desarrollo de la presente investigación tuvo lugar durante el año 2026, tiempo en

el que se efectuó la recolección, tratamiento y análisis del corpus paralelo español–quechua

collao, así como la implementación y evaluación del fine-tuning del modelo NLLB-200 me-

diante la técnica LoRA.

4.3 Población y muestra

4.3.1 Población

La población de estudio estuvo conformada por los corpus paralelos español–quechua

collao disponibles en fuentes abiertas y repositorios digitales utilizados en investigaciones

de PLN y TAN. Entre las principales fuentes utilizadas se encuentran el conjunto de datos

JW300 (Agić & Vulić, 2019), el cual reúne textos multilingües de los testigos de Jehová,
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en nuestro caso, empleamos las versiones en español y en quechua collao. También se tiene

de investigaciones que generaron corpus paralelos de español-quechua collao, entre los que

destaca el de Paccotacya Yanque y Huanca Anquise (2022). Estas fuentes fue complementada

con datasets publicados enHugging Face. Algunos corpus estaban estructurados como corpus

paralelos, conformados por pares de oraciones alineadas entre ambos idiomas, mientras que

otros fueron obtenidos en archivos separados por idioma en formato TXT, en estos últimos

casos, fue necesario verificar la correspondencia línea por línea entre las oraciones en español

y sus respectivas traducciones en quechua collao. La combinación de estas fuentes permitió

recopilar un total de 139 278 pares de oraciones paralelas, tal como se presenta en la Tabla 3.

Tabla 3
Fuentes del corpus paralelo español-quechua collao

Fuente Pares de oraciones

JW300 (Agić & Vulić, 2019) 136 589

Paccotacya Yanque & Huanca Anquise (2022) 2 070

Hugging Face 619

Total 139 278

4.3.2 Muestra

De acuerdo con Hernández-Sampieri yMendoza Torres (2023), en la ruta cuantitativa

unamuestra constituye un subgrupo de la población del cual se recolectan los datos necesarios

para responder al problema de investigación. Asimismo, Hernández-Sampieri y Mendoza To-

rres (2023) señalan que, aunque generalmente se trabaja con muestras por razones de tiempo

y recursos, en algunos casos es posible estudiar todos los elementos de la población mediante

un censo.

En esta investigación, la unidad de análisis estuvo conformada por pares de oracio-

nes paralelas español–quechua collao, debido a que el estudio se desarrolla en el ámbito del

PLN. No se realizó un proceso de muestreo, ya que se trabajó con el corpus paralelo dis-
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ponible recopilado de las fuentes seleccionadas. Luego de aplicar los procesos de limpieza,

normalización y filtrado, se obtuvo un corpus final de 126,964 pares de oraciones, el cual

fue utilizado para el entrenamiento, validación y evaluación del modelo NLLB-200, según

se presenta en la Tabla 4.

Tabla 4
Distribución del corpus

Conjunto Cantidad de pares Porcentaje

Entrenamiento 101 570 80%

Validación 12 697 10%

Prueba 12 697 10%

Total 126 964 100%

4.4 Instrumentos

Los recursos utilizados en la investigación se clasificaron en herramientas compu-

tacionales e instrumentos de medición. Las herramientas computacionales permitieron reali-

zar el procesamiento del corpus y el fine-tuning del modelo neuronal, mientras que los instru-

mentos de medición fueron empleados para evaluar objetivamente el desempeño del modelo

mediante métricas de TA.

En las primeras etapas del procesamiento se utilizó Google Colab, debido a su facili-

dad para trabajar con notebooks interactivos y bibliotecas relacionadas con PLN. Posterior-

mente, debido a los requerimientos computacionales del modelo NLLB-200, las etapas de

entrenamiento y evaluación fueron trasladadas hacia RunPod utilizando instancias GPU de

mayor capacidad.

Para el desarrollo del experimento se utilizó el lenguaje de programación Python junto

con bibliotecas especializadas como Transformers, PEFT, Datasets y Pandas. La evaluación

del modelo se realizó mediante las métricas BLEU, ChrF y ChrF++, calculadas utilizando

las bibliotecas Evaluate y SacreBLEU. En la Tabla 5 se presentan los principales recursos
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empleados durante la investigación.

Tabla 5
Herramientas computacionales e instrumentos de medición utilizados en la investigación

Tipo Recurso Función principal

Herramienta
computacional

Google Colab Preprocesamiento del corpus y ejecución de
notebooks.

Herramienta
computacional

RunPod Entrenamiento y evaluación del modelo
utilizando GPU de alto rendimiento.

Herramienta
computacional

Python Desarrollo de scripts para el procesamiento
del corpus y entrenamiento del modelo.

Herramienta
computacional

Hugging Face
Transformers

Carga del modelo NLLB-200, tokenización y
ejecución del fine-tuning.

Herramienta
computacional

PEFT Implementación de la técnica LoRA para el
fine-tuning.

Herramienta
computacional

Datasets Gestión y carga de los conjuntos de
entrenamiento, validación y prueba.

Herramienta
computacional

Pandas Manipulación y organización de los datos.

Instrumento de
medición

BLEU Evaluación automática de la calidad de las
traducciones mediante coincidencia de
n-gramas.

Instrumento de
medición

ChrF++ Evaluación automática basada en
coincidencias de caracteres y palabras.

4.5 Procedimientos

El procesamiento de los datos y la ejecución del experimento se realizaron median-

te un procedimiento secuencial compuesto por diversas etapas, las cuales abarcan desde la

obtención y preparación del corpus paralelo hasta la evaluación del modelo adaptado. Este

procedimiento comprende la obtención e integración de los corpus, la limpieza y normali-

zación textual, el filtrado por longitud, la división del conjunto de datos en entrenamiento,

validación y prueba, la tokenización, la configuración de la técnica LoRA, el proceso de fine-

tuning del modelo NLLB-200 y, finalmente, la evaluación automática mediante las métricas

BLEU, ChrF y ChrF++. El flujo completo del procedimiento experimental se presenta en la
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Figura 6.

Figura 6
Flujo del procedimiento experimental

Obtención de corpus paralelo
Fuentes abiertas español–quechua collao

Integración de corpus
Consolidación de los conjuntos de datos

Limpieza y normalización
Depuración y estandarización textual

Filtrado por longitud
Máximo de 150 tokens por oración y relación 3:1

División del corpus
Train / Validation / Test

Tokenización
Conversión al formato de entrada del modelo

Configuración de LoRA
Definición de hiperparámetros

Fine-tuning del modelo NLLB-200
Adaptación mediante entrenamiento

Evaluación automática
Métricas BLEU, ChrF y ChrF++

Nota. Elaboración propia del flujo del procedimiento experimental para la adaptación del modelo NLLB-200
mediante LoRA.

4.5.1 Integración y consolidación de corpus

Los corpus utilizados durante la investigación provinieron de diferentes fuentes y

formatos. Algunos datasets fueron descargados desde Hugging Face, mientras que otros se

encontraban organizados manualmente en archivos separados por idioma. Debido a ello, fue

necesario realizar un proceso previo de integración y consolidación de datos antes de iniciar

el entrenamiento del modelo.

En el caso de los archivos paralelos en formato TXT, un archivo contenía las oraciones
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en español y otro sus respectivas traducciones en quechua collao. Para evitar errores durante

el entrenamiento, primero se verificó que ambas listas mantuvieran la misma cantidad de

líneas y que las traducciones conservaran correspondencia entre sí.

Posteriormente, los corpus fueron convertidos a estructuras tabulares utilizando la

biblioteca pandas, con el propósito de facilitar la manipulación, limpieza, filtrado y orga-

nización de los pares paralelos durante las etapas de preprocesamiento y entrenamiento del

modelo. La Tabla 6 muestra un ejemplo simplificado de la estructura tabular generada.

Tabla 6
Ejemplo de estructura tabular del corpus paralelo

spa quz

Mira la casa Wasita qhaway

No hay nadie Mana pipas kanchu

Todos los varones están trabajando Llapan qharikuna llank´ashanku

Nota. Ejemplo ilustrativo del corpus paralelo organizado mediante pandas.

Figura 7
Estructuración tabular del corpus

1 import pandas as pd
2

3 df = pd.DataFrame({
4 "spa": spanish_lines,
5 "quz": quechua_lines
6 })

Asimismo, algunos datasets descargados desde Hugging Face ya se encontraban or-

ganizados en formato paralelo. Sin embargo, fue necesario convertirlos al mismo formato

utilizado por el resto de corpus para unificar el pipeline de procesamiento. Después de inte-

grar todas las fuentes, se obtuvo un único corpus consolidado que posteriormente fue utilizado

durante las etapas de limpieza, tokenización y entrenamiento.
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Tabla 7
Fuentes integradas en el corpus consolidado

Fuente Tipo de archivo Observaciones

JW300 (Agić & Vulić, 2019) TXT paralelo Alineación manual

Paccotacya Yanque & Huanca Anquise
(2022)

CSV Limpieza parcial

Corpus adicional Hugging Face Filtrado previo

Nota. Resumen de las principales fuentes utilizadas para la construcción del corpus paralelo consolidado.

4.5.2 Limpieza y normalización textual

Después de consolidar el corpus paralelo, se realizó una etapa de limpieza textual con

el propósito de reducir inconsistencias presentes en los datos. Esta fase fue importante debido

a que algunos registros contenían caracteres extraños, espacios duplicados o líneas vacías que

podían afectar el entrenamiento del modelo.

En primer lugar, se aplicó normalización Unicode NFC para reducir inconsistencias

relacionadas con caracteres acentuados y diferencias de codificación presentes en algunos

textos, con lo que se evita inconsistencias durante la tokenización y el entrenamiento del

modelo.

Tabla 8
Ejemplos de normalización Unicode NFC

Texto original Resultado normalizado

nin\u0303o (tilde combinante) niño

cancio\u0301n (acento agudo combinante) canción

pingu\u0308ino (diéresis combinante) pingüino

Nota. La normalización Unicode NFC estandariza la codificación de caracteres acentuados y otros signos
diacríticos para garantizar una representación uniforme del texto.
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Figura 8
Algoritmo para la normalización Unicode NFC

1 import unicodedata
2

3 df["spa"] = df["spa"].astype(str)
4 df["quz"] = df["quz"].astype(str)
5

6 df["spa"] = df["spa"].apply(
7 lambda x: unicodedata.normalize("NFC", x)
8 )
9

10 df["quz"] = df["quz"].apply(
11 lambda x: unicodedata.normalize("NFC", x)
12 )

Posteriormente, se aplicó normalización de espacios utilizando expresiones regulares

para corregir problemas relacionados con tabulaciones, múltiples espacios y saltos de línea

innecesarios.

Tabla 9
Ejemplos de normalización de espacios y caracteres invisibles

Texto original Resultado procesado

el\tcongreso\n\napeló el congreso apeló

hola\xa0mundo hola mundo

texto\u200binvisible texto invisible

muchos espacios muchos espacios

Nota. Ejemplo de eliminación de caracteres invisibles y normalización de espacios múltiples.

Figura 9
Algoritmo para la normalización de espacios y caracteres invisibles en el corpus

1 ESPACIOS_ESPECIALES =
re.compile(r"[\t\n\r\xa0\u200b\u200c\u200d\u2009\u202f\u3000]")↪→

2 ESPACIOS_MULTIPLES = re.compile(r" {2,}")
3

4 def normalizar_espacios(texto: str) -> str:
5 texto = ESPACIOS_ESPECIALES.sub(" ", texto)
6 texto = ESPACIOS_MULTIPLES.sub(" ", texto)
7 return texto.strip()
8

9 df["spa"] = df["spa"].progress_apply(normalizar_espacios)
10 df["quz"] = df["quz"].progress_apply(normalizar_espacios)

Nota. El procedimiento elimina caracteres invisibles y normaliza espacios múltiples para evitar
inconsistencias durante el preprocesamiento y la tokenización.
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A continuación, se eliminaron los registros vacíos y las líneas duplicadas con el fin

de mejorar la calidad del conjunto de datos.

Tabla 10
Ejemplos de registros eliminados durante la limpieza

spa quz Motivo de eliminación

”” ”algo” Valor vacío en spa

”Hola” ”” Valor vacío en quz

” ” ”algo” Solo espacios en spa

Nota. Ejemplo de registros eliminados donde alguno de los dos lados esté vacío o sea solo espacios.

Figura 10
Algoritmo para eliminar pares vacíos y pares con espacios

1 mask = (
2 (df["spa"] == "")
3 |
4 (df["quz"] == "")
5 )
6

7 df = df[~mask].copy()
8

9 df = df.drop_duplicates(
10 subset=["spa", "quz"]
11 )

Seguidamente, se aplicó un proceso de separación de signos de puntuación, debido a

que NLLB-200 utiliza un tokenizer basado en subpalabras (SentencePiece), el cual requiere

una segmentación adecuada del texto para mejorar la tokenización. Este procedimiento resul-

ta especialmente útil en idiomas aglutinantes como el quechua collao. Sin embargo, se tuvo

especial cuidado con los apóstrofes propios del idioma, evitando separarlos cuando forman

parte de una palabra.
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Tabla 11
Ejemplos de separación de signos de puntuación

Texto original Resultado procesado

¿Hayk’a qolqetan suwakuranku? ¿ Hayk’a qolqetan suwakuranku ?

¡Oye niño! Corre llama a tu papá ¡ Oye niño ! Corre llama a tu papá

Kaypiqa nishutan chirin Kaypiqa nishutan chirin

Nota. Ejemplo de separación de los signos de puntuación, manteniendo intactos los apóstrofes internos del
quechua.

Figura 11
Algoritmo para la separación de signos de puntuación

1 PUNCT_APERTURA = re.compile(r'([\¿\¡([{"«])')
2 PUNCT_CIERRE = re.compile(r'([.,?!)]}"»:;])')
3

4 def separar_puntuacion(texto: str) -> str:
5 texto = PUNCT_APERTURA.sub(r' \1 ', texto)
6 texto = PUNCT_CIERRE.sub(r' \1 ', texto)
7 texto = re.sub(r' {2,}', ' ', texto)
8 return texto.strip()
9

10 df["spa"] = df["spa"].progress_apply(separar_puntuacion)
11 df["quz"] = df["quz"].progress_apply(separar_puntuacion)

Nota. El procedimiento inserta espacios alrededor de los signos de puntuación para facilitar la tokenización
mediante SentencePiece en el modelo NLLB-200.

Después de finalizar el proceso de limpieza, se generaron versiones intermedias del

corpus limpio con el fin de evitar la ejecución completa del pipeline en futuras ejecuciones.

4.5.3 Tokenización y filtrado en preprocesamiento

En esta etapa se realizó la tokenización con el objetivo de medir la longitud de cada

oración en tokens. Esto permitió identificar aquellos pares de oraciones que superaban los 150

tokens en cualquiera de los dos idiomas, los cuales fueron eliminados posteriormente, ya que

incrementaban considerablemente el consumo de memoria GPU durante el entrenamiento.

El límite de 150 tokens fue seleccionado como un balance entre la cobertura del cor-

pus y la eficiencia computacional durante el fine-tuning. Aunque el modelo NLLB soporta

secuencias más largas, trabajar con textos extensos en GPUs de capacidad moderada reduce
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significativamente el tamaño del batch y aumenta el tiempo de entrenamiento.

Además, se aplicó un segundo filtro basado en la proporción de longitud entre ambas

oraciones. Se eliminó cualquier par cuya diferencia superara una relación de 3:1 entre la

cantidad de tokens, debido a que este tipo de casos suele indicar errores de alineación en el

corpus, como frases incompletas, texto adicional o segmentaciones incorrectas. Este tipo de

ruido afecta negativamente el aprendizaje de correspondencia entre ambos idiomas.

Tabla 12
Ejemplo ilustrativo de un par descartado por diferencia excesiva de longitud

Idioma Oración Tokens

Español “el presidente dijo” 8

Quechua “chay umalliq nisqa ...” 31

Nota. Las oraciones y cantidades de tokens se muestran únicamente con fines ilustrativos y no corresponde a
un caso específico del corpus.

La Tabla 12 presenta un ejemplo de un par de traducción descartado por exceder el

límite de proporción de longitud establecido. En este caso, la relación obtenida fue:

31

8
= 3.87 > 3.0

Dado que el valor supera el umbral definido, el par fue eliminado durante la etapa de

filtrado.

En este punto del preprocesamiento, se almacenó el corpus filtrado en un archivo

JSONL con el fin de evitar la reejecución de todo el pipeline de limpieza y filtrado. Este

formato resulta idóneo para el manejo de texto bilingüe, ya que preserva adecuadamente

caracteres especiales, comillas y delimitadores dentro de las oraciones.
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Figura 12
Almacenamiento del corpus filtrado en formato JSONL

1 CHECKPOINT_2 = os.path.join(
2 DIR_DATA,
3 "CheckPoint_2_Corpus_Filtrado.jsonl"
4 )
5

6 # Guardar únicamente las columnas de texto
7 df[["spa", "quz"]].to_json(
8 CHECKPOINT_2,
9 orient="records",
10 lines=True,
11 force_ascii=False
12 )

Nota. Exportación del corpus paralelo filtrado en formato JSONL para su reutilización en etapas posteriores
del pipeline.

4.5.4 División del corpus en conjuntos de entrenamiento, validación y prueba

Para obtenermejores resultados durante el entrenamiento delmodelo, el corpus parale-

lo fue dividido en tres subconjuntos como se detalla en la Tabla 4: conjunto de entrenamiento

(train), conjunto de validación (validation) y conjunto de prueba (test). Esta división permite

entrenar el modelo, monitorear su desempeño durante el entrenamiento y finalmente realizar

una evaluación con datos no vistos previamente.

En esta etapa, el corpus todavía se encuentra en un DataFrame de pandas; sin embar-

go, posteriormente es convertido a unDataset de Hugging Face, debido a que la clase Trainer

utilizada durante el fine-tuning trabaja de manera más eficiente con este formato. Además,

los conjuntos de datos fueron almacenados en formato Apache Arrow, ya que este permite

una carga más rápida en futuros experimentos y evita repetir el proceso de partición.

Para asegurar la reproducibilidad de los experimentos, se utilizó una semilla fija

seed = 42 durante la división de los datos. La separación del corpus se realizó mediante

la función train_test_split() de scikit-learn, tal como se muestra en el siguiente fragmento de

código.
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Figura 13
Algoritmo para la división del corpus paralelo

1 from sklearn.model_selection import train_test_split
2

3 SPLIT_VAL = 0.10
4 SPLIT_TEST = 0.10
5 SEED = 42
6

7 # Separar conjunto test
8 df_temp, df_test = train_test_split(
9 df_data,
10 test_size=SPLIT_TEST,
11 random_state=SEED
12 )
13

14 # Separar train y validation
15 df_train, df_val = train_test_split(
16 df_temp,
17 test_size=SPLIT_VAL / (1 - SPLIT_TEST),
18 random_state=SEED
19 )

Nota. División del corpus paralelo en conjuntos de entrenamiento, validación y prueba.

Posteriormente, cada subconjunto fue convertido a formato Dataset compatible con

Hugging Face.

Figura 14
Conversión de subconjuntos a formato Dataset de Hugging Face

1 from datasets import Dataset
2

3 ds_train = Dataset.from_pandas(
4 df_train.reset_index(drop=True)
5 )
6

7 ds_val = Dataset.from_pandas(
8 df_val.reset_index(drop=True)
9 )
10

11 ds_test = Dataset.from_pandas(
12 df_test.reset_index(drop=True)
13 )

Finalmente, los conjuntos de datos fueron almacenados en formato Arrow para reuti-

lizarlos posteriormente sin necesidad de repetir nuevamente el proceso de división.
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Figura 15
Almacenamiento del conjunto de datos en formato Arrow

1 CHECKPOINT_3_TRAIN = os.path.join(
2 DIR_DATA,
3 "CheckPoint_3_HF_Train"
4 )
5

6 ds_train.save_to_disk(
7 CHECKPOINT_3_TRAIN
8 )
9

10 # ...

Nota. Almacenamiento del conjunto de datos de entrenamiento en formato Arrow compatible con Hugging
Face.

4.5.5 Tokenización

Una vez completada la limpieza y división del corpus paralelo, se realizó la etapa de

tokenización. Este proceso consiste en convertir las oraciones en pequeñas unidades llamadas

tokens, las cuales pueden ser palabras completas o fragmentos de palabras. Posteriormente,

estos tokens son transformados en valores numéricos para que puedan ser procesados por el

modelo durante el entrenamiento.

En esta investigación se utilizó el tokenizador NllbTokenizer, dado que el modelo

NLLB fue entrenado originalmente con su propio tokenizador basado en SentencePiece. Es-

te tokenizador cuenta con un vocabulario multilingüe de aproximadamente 256 mil tokens,

permitiendo trabajar con distintos idiomas, incluyendo lenguas de bajos recursos.

Un detalle importante al configurar NLLB-200 es que no incluye una etiqueta propia

para el quechua collao (quz_Latn), sino únicamente para el quechua ayacuchano (quy_Latn).

Como ambas variantes pertenecen al quechua sureño y comparten gran parte de su vocabula-

rio y estructura gramatical, se utilizó quy_Latn como idioma de destino (target language). De

esta forma, el modelo aprovecha los tokens y representaciones ya aprendidas para adaptarse

a la variante quechua collao durante el fine-tuning.

Asimismo, cada subconjunto del corpus (train, validation y test) fue tokenizado por
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separado. Esto permitió mantener una organización modular de los datos y reutilizar poste-

riormente los datasets tokenizados sin necesidad de repetir nuevamente el proceso.

Durante la tokenización se definió un máximo de 150 tokens tanto para las oraciones

de entrada como de salida, manteniendo consistencia con los filtros aplicados previamente

durante la limpieza del corpus.

Figura 16
Configuración e inicialización del tokenizador NLLB-200

1 from transformers import NllbTokenizer
2

3 MODEL_NAME = "facebook/nllb-200-distilled-600M"
4

5 SRC_LANG = "spa_Latn"
6 TGT_LANG = "quy_Latn"
7

8 MAX_INPUT_LENGTH = 150
9 MAX_TARGET_LENGTH = 150
10

11 tokenizer = NllbTokenizer.from_pretrained(
12 MODEL_NAME
13 )
14

15 tokenizer.src_lang = SRC_LANG
16 tokenizer.tgt_lang = TGT_LANG

Nota. Configuración inicial del tokenizador NLLB-200 utilizado en la investigación.

4.5.6 Migración del pipeline hacia RunPod

Las primeras etapas del procesamiento se realizaron en Google Colab debido a su

facilidad para trabajar con notebooks y realizar pruebas rápidas sobre el corpus paralelo. Sin

embargo, al incrementarse el tamaño del dataset y las exigencias computacionales del entre-

namiento, fue necesario migrar las etapas finales a RunPod, utilizando instancias GPU de

mayor capacidad.

Para organizar mejor el experimento y facilitar su reproducibilidad, el pipeline se

dividió en dos etapas: entrenamiento y evaluación. Esta separación permitió reutilizar los

datos previamente procesados sin repetir las fases de limpieza y tokenización, además de

facilitar la ejecución de distintos experimentos modificando únicamente los parámetros de
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entrenamiento. La configuración experimental utilizada se resume en la Tabla 13.

La etapa de entrenamiento consistió en la carga del modelo, la aplicación de LoRA

y el entrenamiento supervisado. Por su parte, la etapa de evaluación se encargó de generar

traducciones automáticas y calcular las métricas de desempeño en el conjunto de prueba.

Tabla 13
Configuración de recursos computacionales y parámetros de entrenamiento

Recurso / Parámetro Descripción

Plataforma inicial Google Colab

Plataforma de entrenamiento RunPod

GPU NVIDIA RTX 6000 Ada Generation

Precisión FP16

Modelo base facebook/nllb-200-distilled-600M

Longitud máxima de secuencia 150 tokens (entrada y salida)

Batch size 32

Épocas 5

Learning rate 2e-4

Warmup steps 100

Weight decay 0.01

LoRA r 16 (variado en experimentos)

LoRA alpha 32 (variado en experimentos)

Nota. Los parámetros de entrenamiento (batch size, épocas, learning rate, precisión, longitud de secuencia y
configuración base del modelo) se mantuvieron constantes en los experimentos realizados, variando
únicamente los hiperparámetros específicos de LoRA (r y alpha) y la proporción del conjunto de datos
empleado. Esta estrategia permitió una comparación controlada del desempeño del modelo.

4.5.7 Inicialización del modelo e implementación de LoRA

Después de preparar el corpus paralelo, se inicializó elmodelo baseNLLB-200-distilled-

600M utilizando la biblioteca Transformers.
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Figura 17
Carga del modelo base NLLB-200 preentrenado

1 from transformers import AutoModelForSeq2SeqLM
2

3 modelo_base = AutoModelForSeq2SeqLM.from_pretrained(
4 "facebook/nllb-200-distilled-600M"
5 )

Posteriormente, se implementó la técnica LoRA mediante la biblioteca PEFT, con el

objetivo de reducir la cantidad de parámetros entrenables durante el fine-tuning del modelo.

Esta técnica permite insertar adaptadores de bajo rango en determinadas capas del modelo,

evitando modificar todos los parámetros originales y disminuyendo considerablemente el

consumo de memoria GPU.

En esta investigación, LoRA fue aplicado sobre las capas de proyección q_proj y

v_proj, las cuales forman parte del mecanismo de atención del modelo NLLB-200. A conti-

nuación, se presenta la configuración del valor de rango r = 16 y un factor de escalamiento

α = 16.

Figura 18
Configuración LoRA para el fine-tuning del modelo NLLB-200

1 from peft import LoraConfig, TaskType
2

3 lora_config = LoraConfig(
4 task_type=TaskType.SEQ_2_SEQ_LM,
5 r=16,
6 lora_alpha=16,
7 lora_dropout=0.1,
8 target_modules=[
9 "q_proj",
10 "v_proj"
11 ],
12 bias="none"
13 )

Nota. Ejemplo de configuración de adaptadores LoRA utilizada durante el fine-tuning del modelo NLLB-200.

Finalmente, los adaptadores LoRA fueron insertados sobre el modelo base utilizan-

do la función get_peft_model(), permitiendo entrenar únicamente una pequeña fracción de

parámetros en comparación con el modelo completo.
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Figura 19
Inserción de adaptadores LoRA sobre el modelo base

1 from peft import get_peft_model
2

3 modelo_lora = get_peft_model(
4 modelo_base,
5 lora_config
6 )

4.5.8 Configuración y entrenamiento del modelo

Después de implementar la técnica LoRA, se definieron los hiperparámetros utiliza-

dos durante el proceso de fine-tuning del modelo. Entre los principales parámetros configu-

rados se encuentran la tasa de aprendizaje (learning rate), el tamaño de lote (batch size), la

cantidad de épocas y el uso de precisión mixta (fp16) para reducir el consumo de memoria

GPU durante el entrenamiento.

Asimismo, se utilizó Seq2SeqTrainingArguments de Hugging Face para centralizar la

configuración del entrenamiento, evaluación y almacenamiento de checkpoints del modelo.

Figura 20
Configuración de hiperparámetros de entrenamiento

1 training_args = Seq2SeqTrainingArguments(
2 # ...
3 num_train_epochs=5,
4 per_device_train_batch_size=32,
5 learning_rate=2e-4,
6 # ...
7 eval_strategy="epoch",
8 fp16=True,
9 seed=42,
10 # ...
11 )

Nota. Fragmento de la configuración utilizada durante el entrenamiento del modelo.

Posteriormente, se utilizó DataCollatorForSeq2Seq para organizar dinámicamente

los lotes de entrenamiento y aplicar correctamente el padding en las secuencias de entrada y

salida.
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Figura 21
Configuración del DataCollator para los lotes de entrenamiento

1 data_collator = DataCollatorForSeq2Seq(
2 tokenizer=tokenizer,
3 model=modelo_lora,
4 padding=True,
5 label_pad_token_id=-100
6 )

Nota. Configuración utilizada para organizar los lotes y aplicar padding durante el entrenamiento.

Finalmente, el entrenamiento fue ejecutado mediante Seq2SeqTrainer, utilizando el

conjunto de datos de entrenamiento para el aprendizaje del modelo y el conjunto de datos de

validación para monitorear el desempeño durante cada época.

Figura 22
Ejecución del entrenamiento mediante Seq2SeqTrainer

1 trainer = Seq2SeqTrainer(
2 model=modelo_lora,
3 args=training_args,
4 train_dataset=ds_train_tok,
5 eval_dataset=ds_val_tok,
6 data_collator=data_collator
7 )
8

9 trainer.train()

Nota. Inicialización y ejecución del entrenamiento utilizando Seq2SeqTrainer.

Durante el entrenamiento se monitoreó constantemente el uso de memoria GPU, la

pérdida de entrenamiento y la pérdida de validación, tal como se muestra en la Tabla 14.

Durante las pruebas iniciales se realizaron distintos experimentos modificando pará-

metros como batch size, learning rate y número de épocas hasta encontrar una configuración

estable para el entrenamiento.

4.5.9 Evaluación del modelo

Finalmente, el modelo ajustado fue evaluado utilizando el conjunto de datos de prue-

ba, el cual no fue utilizado durante el entrenamiento. Para ello, primero se generaron tra-

ducciones automáticas a partir de las oraciones en español y posteriormente estas fueron
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Tabla 14
Evolución de pérdida durante el entrenamiento

Época Train Loss Validation Loss

1 2.461373 2.242182

2 2.340375 2.143084

3 2.268417 2.088454

4 2.287892 2.065521

5 2.265876 2.055581

Nota. Evolución de la pérdida de entrenamiento y validación durante el proceso de fine-tuning. La
configuración del experimento correspondió a LoRA con r = 16 y α = 32.

comparadas con las traducciones de referencia en quechua collao.

Durante la generación de traducciones se utilizó el método generate() del modelo

NLLB junto con búsqueda por haces (beam search) para mejorar la calidad de las prediccio-

nes generadas.

Figura 23
Generación de traducciones automáticas

1 outputs = modelo_lora.generate(
2 **inputs,
3 forced_bos_token_id=tgt_lang_id,
4 num_beams=4
5

6 #...
7 )

Nota. Generación de traducciones automáticas utilizando el modelo ajustado.

Posteriormente, las traducciones generadas fueron evaluadas utilizando las métricas

automáticas comúnmente utilizadas en TAN, específicamente BLEU, ChrF y ChrF++ me-

diante la biblioteca evaluate.
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Figura 24
Cálculo de métricas de evaluación automática (BLEU, ChrF y ChrF++)

1 bleu_result = bleu_metric.compute(
2 predictions=predicciones,
3 references=referencias_qu
4 )
5

6 chrf_result = chrf_metric.compute(
7 predictions=predicciones,
8 references=referencias_qu
9 )
10

11 chrfpp_result = chrf_metric.compute(
12 predictions=predicciones,
13 references=referencias_qu,
14 word_order=2
15 )

Nota. Evaluación automática del modelo mediante las métricas BLEU, ChrF y ChrF++.

4.6 Consideraciones éticas

La presente investigación fue desarrollada con fines estrictamente académicos y de in-

vestigación científica. Los corpus utilizados durante el entrenamiento fueron obtenidos desde

fuentes abiertas y repositorios públicos utilizados frecuentemente en investigaciones relacio-

nadas con PLN y TAN.

Durante el desarrollo del experimento se procuró respetar las referencias correspon-

dientes de cada dataset utilizado, así como las licencias y condiciones de uso publicadas por

sus autores o instituciones responsables.

Asimismo, se consideró importante mantener respeto por la representación lingüísti-

ca y cultural del quechua collao, debido a que se trata de una lengua originaria perteneciente

al patrimonio cultural del Perú. En este sentido, la investigación no tuvo como objetivo re-

emplazar el trabajo humano de traducción ni establecer una forma correcta única del idioma,

sino explorar el uso de técnicas de IA orientadas al fortalecimiento tecnológico de lenguas

de bajos recursos.

También se reconoce que los sistemas de TAN presentan limitaciones inherentes rela-
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cionadas con errores semánticos, ambigüedad contextual y variaciones dialectales. Debido a

ello, las traducciones generadas por el modelo deben ser interpretadas como resultados expe-

rimentales y no como sustitutos definitivos de traducciones realizadas por hablantes expertos

o especialistas lingüísticos.

De igual manera, se procuró mantener transparencia metodológica durante todas las

etapas del experimento. Para ello, se documentaron los principales procedimientos relaciona-

dos con limpieza del corpus, tokenización, entrenamiento y evaluación del modelo.

Finalmente, la investigación buscó contribuir al desarrollo de recursos tecnológicos

relacionados con lenguas originarias y fomentar futuras investigaciones en el área de TAN

aplicada a la lengua quechua collao.
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V. Resultados y discusión

5.1 Resultados de la adaptación del modelo NLLB-200

Con el propósito de adaptar el modelo NLLB-200-distilled-600M para la traducción

automática español–quechua collao, se realizaron experimentos de fine-tuning mediante la

técnica LoRA. Estos se organizaron en tres grupos de comparación para analizar el efecto de

la cantidad de corpus paralelo, el rango (r) y el factor de escala (α), evaluando tres configu-

raciones en cada caso.

Tabla 15
Resultados de los grupos evaluados

Grupo Exp Corpus r α BLEU ChrF ChrF++

Tamaño
del
corpus

Exp 1 25% 16 16 8.84 38.61 34.05

Exp 2 50% 16 16 8.92 39.18 34.58

Exp 3 100% 16 16 9.19 39.90 35.22

Parámetro
r

Exp 4 100% 8 16 9.20 39.76 35.11

Exp 5 100% 16 16 9.19 39.90 35.22

Exp 6 100% 32 16 9.22 39.87 35.21

Parámetro
α

Exp 7 100% 16 8 8.92 39.25 34.62

Exp 8 100% 16 16 9.19 39.90 35.22

Exp 9 100% 16 32 9.50 40.52 35.81

Nota. Los experimentos 3, 5 y 8 corresponden a la misma configuración base (corpus = 100%, r = 16 y
α = 16).
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Tabla 16
Tiempo de entrenamiento y uso de memoria GPU según la configuración evaluada

Grupo Configuración Tiempo de entrenamiento Memoria GPU
(GB)

Tamaño del corpus

25% 483.20 s (8.05 min) 22.20

50% 966.46 s (16.11 min) 22.19

100% 1804.71 s (30.08 min) 22.20

Parámetro r
8 1868.64 s (31.14 min) 22.18

32 1881.22 s (31.35 min) 22.24

Parámetro α
8 1769.43 s (29.49 min) 22.20

32 2401.32 s (40.02 min) 22.20

Nota. En la evaluación del tamaño del corpus se mantuvieron constantes r = 16 y α = 16. En la evaluación
del parámetro r se utilizó el 100% del corpus y α = 16. En la evaluación del parámetro α se utilizó el 100%
del corpus y r = 16.

Tabla 17
Resumen de eficiencia computacional del mejor modelo

Modelo BLEU ChrF ChrF++ Tiempo
(min)

GPU (GB)

Base
NLLB-200

4.82 32.99 28.20 – –

LoRA 9.50 40.52 35.81 30.08 22.20

Nota. Se compara el desempeño del modelo base NLLB-200 con el mejor modelo obtenido mediante
fine-tuning con la técnica LoRA. Los valores de tiempo y memoria corresponden al proceso de entrenamiento
de este último.
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Figura 25
Comparación de configuraciones LoRA según ChrF++
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Nota. La línea horizontal representa el desempeño del modelo base NLLB-200 (ChrF++ = 28.20). El mejor
resultado corresponde al experimento 9, con ChrF++ = 35.81.

5.1.1 Influencia del tamaño del corpus

Tabla 18
Resultados del Grupo A: variación del tamaño del corpus

Experimento Corpus r α BLEU ChrF ChrF++

Exp. 1 25% 16 16 8.84 38.61 34.05

Exp. 2 50% 16 16 8.92 39.18 34.58

Exp. 3 100% 16 16 9.19 39.90 35.22

Los resultados muestran una tendencia creciente conforme aumenta la cantidad de

corpus utilizado durante el fine-tuning. El experimento realizado con el 100% del corpus

obtuvo los mejores resultados, alcanzando un BLEU de 9.19, un ChrF de 39.90 y un ChrF++

de 35.22. En contraste, el modelo entrenado con únicamente el 25% de los datos obtuvo un

BLEU de 8.84, un ChrF de 38.61 y un ChrF++ de 34.05.
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Figura 26
Efecto del tamaño del corpus en el desempeño del modelo
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Estos resultados sugieren que el incremento del volumen de datos paralelos contribu-

ye positivamente al aprendizaje de patrones lingüísticos entre el español y el quechua collao,

permitiendo mejorar la calidad de las traducciones generadas.

5.1.2 Influencia del parámetro r

Tabla 19
Resultados del Grupo B: variación del parámetro r

Experimento Corpus r α BLEU ChrF ChrF++

Exp. 4 100% 8 16 9.20 39.76 35.11

Exp. 5 100% 16 16 9.19 39.90 35.22

Exp. 6 100% 32 16 9.22 39.87 35.21

Los resultados evidencian diferencias mínimas entre los valores evaluados para el

parámetro r. El mejor desempeño se obtuvo en el experimento 5 (r = 16), con un puntaje de

9.19 en BLEU, 39.90 en ChrF y 35.22 en ChrF++. No obstante, las variaciones respecto a los

experimentos con r = 8 y r = 32 son muy reducidas, con diferencias menores a 0.1 puntos

en todas las métricas.

Estos resultados indican que, para el corpus utilizado, el incremento del rango de
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adaptación no genera mejoras significativas en la calidad de la traducción, lo que sugiere que

valores moderados de r son suficientes para este escenario experimental.

Figura 27
Impacto del parámetro r en el rendimiento del modelo
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5.1.3 Influencia del factor de escala α

Tabla 20
Resultados del Grupo C: variación del parámetro α

Experimento Corpus r α BLEU ChrF ChrF++

Exp. 7 100% 16 8 8.92 39.25 34.62

Exp. 8 100% 16 16 9.19 39.90 35.22

Exp. 9 100% 16 32 9.50 40.52 35.81

Los resultados muestran que el parámetro α tiene una influencia más notable en com-

paración con el parámetro r. El mejor desempeño se obtuvo en el experimento 9 (α = 32),

alcanzando un BLEU de 9.50, ChrF de 40.52 y ChrF++ de 35.81, que corresponden a los

valores más altos del estudio.

Asimismo, se observa una mejora progresiva en las métricas a medida que aumenta

el valor de α, especialmente entre los experimentos con α = 8 y α = 32. Esto sugiere que

un mayor factor de escala podría favorecer la adaptación del modelo al dominio lingüístico

del corpus utilizado.
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Figura 28
Efecto del factor α en la calidad de traducción
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5.2 Comparación entre el modelo base y el modelo adaptado

Con el objetivo de determinar el impacto del fine-tuningmediante la técnica LoRA, se

comparó el desempeño del mejor experimento obtenido con respecto al modelo base original

NLLB-200-distilled-600M.

Tabla 21
Comparación entre el modelo base y el mejor modelo adaptado

Modelo BLEU ChrF ChrF++

Modelo Base 4.82 32.99 28.20

Modelo Adaptado
(Exp. 9)

9.50 40.52 35.81

Diferencia +4.68 +7.53 +7.61

Los resultados muestran que el fine-tuning mediante la técnica LoRA permitió in-

crementar todas las métricas de evaluación. El BLEU prácticamente se duplicó respecto al

modelo base, mientras que ChrF y ChrF++ registraron incrementos superiores a siete puntos.

Estos hallazgos evidencian que la adaptación específica al dominio español–quechua

collao permitió mejorar la calidad de las traducciones generadas por el modelo.
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Figura 29
Comparación del modelo base vs modelo adaptado
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Nota. Se compara el modelo base NLLB-200-distilled-600M con el mejor modelo obtenido mediante
fine-tuning con la técnica LoRA. La configuración seleccionada corresponde al experimento 9, que alcanzó
los valores más altos de BLEU, ChrF y ChrF++.

5.3 Discusiones

El objetivo general de la presente investigación fue determinar el efecto de la adap-

tación del modelo NLLB-200 en la TA de la lengua quechua collao en la región de Cusco.

Los resultados obtenidos evidencian que la adaptación del modelo mediante la técnica LoRA

tuvo un efecto positivo, reflejado en la mejora de las métricas de evaluación en comparación

con el modelo base.

Asimismo, los experimentos realizados demuestran que las distintas configuraciones

evaluadas influyen en el desempeño del modelo adaptado, observándose variaciones modera-

das en las métricas BLEU, ChrF y ChrF++, así como una tendencia general de mejora cuando

se optimizan los parámetros de adaptación y el aprovechamiento del corpus de entrenamiento.

Estos resultados son consistentes con lo reportado por Gow-Smith y Sánchez Villegas

(2023) y Ahmed et al. (2023), quienes señalan que la adaptación de modelos multilingües
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mediante corpus paralelos específicos mejora la calidad de traducción en lenguas de bajos

recursos. De manera similar, la presente investigación evidencia que la especialización del

modelo NLLB-200 permite obtener mejores resultados para el par español–quechua collao.

En términos teóricos, este comportamiento responde a que el proceso de fine-tuning

permite orientar el conocimiento previamente aprendido por el modelo hacia las particulari-

dades del quechua collao, conservando al mismo tiempo la información adquirida durante el

preentrenamiento.

No obstante, aunque la adaptación permitió mejorar el desempeño general del sistema,

aún se observaron diferencias entre algunas traducciones generadas y las traducciones de

referencia, lo que evidencia que existe margen de mejora. Estas diferencias pueden estar

asociadas a la limitada disponibilidad de corpus paralelos y a la complejidad morfológica y

sintáctica propia del quechua collao.

Respecto al primer objetivo específico, orientado a aplicar la técnica LoRA para adap-

tar el modelo NLLB-200, los resultados evidencian que la técnica fue implementada satisfac-

toriamente durante el proceso de fine-tuning, permitiendo adaptar el modelo sin necesidad de

actualizar la totalidad de sus parámetros.

Este resultado coincide con lo reportado por Garcia Gilabert et al. (2024) y Liang et al.

(2025), quienes sostienen que LoRA constituye una alternativa eficiente para la adaptación

de modelos de gran tamaño, manteniendo un desempeño comparable al fine-tuning completo

con un número considerablemente menor de parámetros entrenables.

El fundamento de este resultado radica en la propia arquitectura de LoRA, la cual

incorpora matrices de bajo rango que permiten aprender nueva información sin modificar di-

rectamente los parámetros originales del modelo NLLB-200, reduciendo así el costo compu-

tacional del entrenamiento.

Asimismo, durante los experimentos se observó que el consumo de memoria GPU

permaneció prácticamente constante, alrededor de 22.2 GB, independientemente de la con-
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figuración utilizada. Esto demuestra la eficiencia computacional de la técnica. Sin embargo,

el entrenamiento continúa requiriendo hardware especializado debido al tamaño del mode-

lo base, lo que puede representar una limitación para reproducir el estudio en equipos con

menores capacidades de procesamiento.

En relación con el segundo objetivo específico, referido a evaluar el rendimiento del

modelo adaptado mediante diferentes métricas de TA, los resultados obtenidos evidencian

variaciones en el desempeño del modelo en función de las configuraciones evaluadas. En

particular, se observa que el parámetro α presenta una mayor influencia en el rendimiento

del modelo en comparación con el parámetro r, reflejando mejoras más consistentes en las

métricas BLEU, ChrF y ChrF++.

Estos hallazgos guardan relación con lo señalado por Liang et al. (2025), quienes indi-

can que una adecuada configuración de los hiperparámetros durante el proceso de adaptación

permite obtener mejoras significativas en tareas de traducción para lenguas de bajos recursos.

Dicho comportamiento encuentra sustento en el rol de cada hiperparámetro, debido

a que el parámetro α controla la intensidad con la que las actualizaciones aprendidas por

LoRA son incorporadas al modelo, mientras que el parámetro r determina la dimensión de las

matrices de adaptación. En consecuencia, una adecuada combinación de ambos parámetros

favorece el aprendizaje durante el proceso de fine-tuning.

Por otra parte, el análisis de las métricas permitió observar diferencias en la forma en

que cada una evalúa la calidad de la traducción. Mientras que BLEU realiza una comparación

basada principalmente en coincidencias de palabras, ChrF++ considera coincidencias a nivel

de caracteres y subpalabras, aspecto que resulta particularmente útil para idiomas con alta

riqueza morfológica como el quechua. Esto explica por qué algunas traducciones obtuvieron

diferencias entre ambas métricas aun cuando conservaron adecuadamente el significado de

la oración.

Finalmente, respecto al tercer objetivo específico, los resultados permitieron com-
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parar el desempeño del modelo NLLB-200 adaptado frente al modelo base, evidenciando

mejoras en todas las métricas de evaluación consideradas. Estos resultados permiten acep-

tar la hipótesis específica correspondiente, ya que la adaptación mediante la técnica LoRA

incrementó el desempeño del sistema de TA.

Los resultados obtenidos son consistentes con lo reportado por Chen et al. (2024),

quienes demostraron que la especialización de modelos multilingües mediante técnicas de

fine-tuning mejora la calidad de traducción en lenguas de bajos recursos. De igual manera,

la presente investigación confirma que la adaptación de un modelo previamente entrenado

resulta más efectiva que utilizar únicamente el modelo base sin especialización.

Teóricamente, esta mejora se debe a que el proceso de adaptación permite que el

modelo aprenda patrones lingüísticos específicos del quechua collao que no se encuentran

suficientemente representados durante el preentrenamiento general del modelo.

A pesar de las mejoras alcanzadas, la comparación también permitió identificar que

aún existen diferencias entre las traducciones generadas por el modelo adaptado y las tra-

ducciones de referencia, especialmente en construcciones lingüísticas de mayor complejidad.

Esto indica que, aunque la adaptación redujo las limitaciones presentes en el modelo base,

todavía existe margen para continuar mejorando el desempeño mediante corpus paralelos de

mayor tamaño y futuras estrategias de optimización.
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VI. Conclusiones

Se determinó que la adaptación del modelo NLLB-200-distilled-600M mediante la

técnica LoRA tuvo un efecto positivo en la traducción automática español–quechua collao.

Los resultados evidenciaron mejoras en todas las métricas de evaluación respecto al mode-

lo base y permitieron observar el impacto de distintas configuraciones de fine-tuning sobre

el desempeño del sistema. En particular, el tamaño del corpus y el parámetro α mostraron

una influencia favorable en la calidad de las traducciones obtenidas. En consecuencia, se

concluye que la adaptación de modelos multilingües mediante la técnica LoRA representa

una alternativa viable para mejorar sistemas de traducción automática en lenguas de bajos

recursos como el quechua collao.

La aplicación de la técnica LoRApermitió adaptar satisfactoriamente elmodeloNLLB-

200-distilled-600M para la traducción automática español–quechua collao. El proce-

so de fine-tuning se realizó de manera eficiente, manteniendo un consumo estable

de memoria GPU cercano a 22.2 GB durante los experimentos, lo cual confirma la

eficiencia computacional del enfoque propuesto y su viabilidad en infraestructuras

accesibles.

La evaluación del modelo adaptado mediante métricas automáticas demostró un de-

sempeño estable en las diferentes configuraciones analizadas. El mejor modelo alcan-

zó valores de 9.50 en BLEU, 40.52 en ChrF y 35.81 en ChrF++, evidenciando una

mejora respecto a las demás configuraciones evaluadas. Asimismo, se observó que el

incremento del tamaño del corpus y el ajuste del parámetro α influyeron de manera

favorable en el rendimiento del modelo.

La comparación entre el modelo base y el mejor modelo adaptado confirmó la efecti-

vidad del proceso de adaptación mediante la técnica LoRA. En relación con el modelo
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original, se obtuvieron mejoras de 4.68 puntos en BLEU, 7.53 puntos en ChrF y 7.61

puntos en ChrF++, lo que evidencia un incremento en la calidad de las traducciones

generadas para el par español–quechua collao.
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VII. Recomendaciones

Se recomienda ampliar el corpus paralelo español–quechua collao incorporando fuen-

tes más diversas como textos educativos, discursos orales transcritos, documentos administra-

tivos y contenido cultural. Esto permitiría mejorar la capacidad de generalización del modelo

y reducir posibles sesgos derivados de datos limitados o poco variados.

Se recomienda explorar variantes de mayor tamaño del modelo NLLB-200-distilled-

600M, como NLLB-200-1.3B y NLLB-200-3.3B, además de evaluar otros modelos multilin-

gües recientes. Asimismo, resulta pertinente comparar la técnica LoRA con otros enfoques

PEFT, como QLoRA o adapters, con el fin de analizar diferencias en rendimiento, estabilidad

y consumo de recursos computacionales.

Se recomienda complementar la evaluación automática con evaluación humana, espe-

cialmente en lo referente a la adecuación semántica y cultural de las traducciones en lengua

quechua, debido a que métricas como BLEU, ChrF y ChrF++ no capturan completamente la

riqueza lingüística de las lenguas originarias.

Se recomienda mejorar la calidad del corpus paralelo mediante procesos más riguro-

sos de normalización lingüística y estandarización ortográfica, considerando la variabilidad

dialectal del quechua collao, lo cual impacta directamente en la calidad del entrenamiento del

modelo.

Se recomienda desarrollar investigaciones futuras orientadas a la traducción automáti-

ca bidireccional (español–quechua y quechua–español), lo cual ampliaría significativamente

el alcance del sistema en aplicaciones educativas, institucionales y en iniciativas orientadas

a la preservación de lenguas originarias.

Se recomiendamantener una arquitectura modular del pipeline experimental, separan-

do claramente los procesos de preprocesamiento, entrenamiento y evaluación. Esto facilita
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la reproducibilidad de los experimentos, la escalabilidad del sistema y la comparación de

configuraciones alternativas del modelo.
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